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Abstract

Opinions are central to almost all human activities and are key influencers of our beha-
vior. Governments, companies and organizations rely on public opinion to define stra-
tegies to improve the services they provide, or increase the success and visibility of the
brands, entities or causes they represent. Social networks, forums, twitter, on-line news-
papers and sites for the evaluation of products and services are examples of the many
platforms available in the web, which allow users to express their opinions. Opinion
mining, or sentiment analysis, is a recent field that aims at automatically identifying opi-
nionative content, and determine the sentiment, perception or attitude of the public with
regard to the target of the opinion. This chapter aims to introduce the main concepts
and techniques used for opinion mining, and illustrate their application in a case study
and related work. It comprises the motivation for the field; the theoretical foundation
and fundamental concepts, the basic natural language processing functions required; the
opinion mining process and the polarity classification approaches; an illustration using
a real case study; and a discussion of related work.

Resumo

Opiniodes sdo fundamentais para quase todas as atividades humanas, e influenciam so-
bremaneira nosso comportamento. Governos, empresas e organiza¢des dependem de
opinido publica para definir estratégias que melhorem os servigos que prestam, ou au-
mentem o sucesso e visibilidade das marcas, entidades ou causas que representam. Redes
sociais, foruns, twitter, jornais e sites de avaliacdo de produtos e servicos on-line, sdo



exemplos das plataformas web que permitem a usudrios expressarem suas opinioes. A
mineracdo de opinido, ou andlise de sentimento, é um campo recente que visa identificar
automaticamente o contetido de opinido, e determinar o sentimento, percepcdo ou atitude
do puiblico em relagdo a seu alvo. Este capitulo tem como objetivo apresentar os princi-
pais conceitos e técnicas utilizadas para a opinido de mineragdo, e ilustrar sua aplicacdo
prdtica usando um estudo de caso, bem como trabalhos relacionados. Ele compreende a
motivac¢do para a drea, a fundamentacdo teorica e os conceitos fundamentais; as fungoes
bdsicas de processamento de linguagem natural necessdrias; o processo de minera¢do
de opinido e as abordagens de classificacdo de polaridade; uma ilustracdo usando um
estudo de caso real, e uma discussdao de trabalhos relacionados.

1.1. Introducao

Opinides sdo fundamentais, e t€ém grande influéncia sobre o comportamento das pessoas.
Saber a opinido de outros constitui um fator critico na tomada de decisdes. Conversas com
amigos ou pessoas proximas podem influenciar decisdes simples como qual filme iremos
assistir ou onde tiraremos férias. A opinido de especialistas ou a leitura de publicacdes
especializadas podem embasar decisdes mais complexas, como qual carro comprar, quais
os melhores investimentos ou a escolha de nossos representantes politicos. Organizacdes
também baseiam suas estratégias de negdcios, investimentos ou marketing na opinido de
seus clientes sobre seus produtos ou servicos. A mensuracio da satisfacdo dos clientes
¢ constante em ambientes de comércio (tradicionais ou virtuais). Empresas que desejam
lancar um novo produto, ou definir novas estratégias de atuagdo no mercado, estao inte-
ressadas em avaliar a aceitag@o junto a seu publico alvo. Politicos definem suas estratégias
de campanha baseados na opinido dos eleitores.

A importancia da opinido € tdo grande que muitas empresas tém seu negdocio vol-
tado a obtencdo deste tipo de informacdo. Tradicionalmente, a resposta a questdes en-
volvendo a opinido publica envolve técnicas como pesquisa de campo, telefonemas ou
preenchimento de questiondrios. Estas técnicas envolvem custos, sdo restritas a um grupo
de foco bem definido ou amostra, e seu retorno € demorado e, por vezes, pouco eficaz. A
laténcia da opinido também € alta, devido ao longo tempo necessario entre a coleta dos
dados brutos, e disponibilizacdo dos resultados de sua anélise.

A explosdo das midias sociais alterou este cendrio, disponibilizando a individuos
e organizacdes conteido de opinido diversificado e em grandes volumes. Usudrios da
web tém a oportunidade de divulgar suas ideias e opinides através de comentarios, f6-
runs de discussdo, blogs, tweets, redes sociais, entre outros. Isto aumenta as op¢oes dos
individuos na busca de opinides, pois ndo estdo mais limitados a sua rede pessoal de
contatos (e.g. familiares, amigos, conexdes profissionais) ou a opinides de especialistas
disponiveis publicamente (e.g. revistas, jornais). No tocante as organizagdes, isto signi-
fica oportunidades de ampliar as fontes de opinido quantitativa e qualitativamente, tornar
mais baratas as formas de coleta, bem como reduzir o tempo necessario para disponibi-
lizagdo da informacdo. Contudo, o grande volume de informagdo produzido diariamente
implica a necessidade de métodos e ferramentas capazes de processar automaticamente
ndo apenas o conteido das publicagdes, mas também a opinido e sentimento que expres-
sam.



A mineragdo de opinides, também chamada de andlise de sentimento ou andlise
de subjetividade [Liu 2012, Tsytsarau and Palpanas 2012, Pang and Lee 2008], ¢ uma dis-
ciplina recente que congrega pesquisas de mineracao de dados, processamento de lingua-
gem natural, recuperacdo de informacdes, inteligéncia artificial, entre outras. A minera-
c¢do de opinido € definida em [Liu 2010] como qualquer estudo feito computacionalmente
envolvendo opinides, sentimentos, avaliacdes, atitudes, afeicdes, visdes, emocdes e sub-
jetividade, expressos de forma textual. O problema da minera¢do de opinides pode ser
estruturado em termos das seguintes tarefas genéricas [Tsytsarau and Palpanas 2012]: a)
identificar conteudo subjetivo sobre determinado assunto ou alvo em um conjunto de do-
cumentos; b) classificar a polaridade desta opinido, isto €, se tende a positiva ou negativa;
e ¢) apresentar os resultados de forma agregada e sumarizada. A polaridade da opinido
define o sentimento, percepcao ou atitude do publico em relagdo ao alvo da opinido.

Uma das aplicagdes pioneiras da mineragao de opinides € a extracdo e sumarizagao
automadtica de opinides a partir de revisdes on-line de produtos e servicos [Pang et al.
2002, Hu and Liu 2004, Turney 2002, Dave et al. 2003, Ghani et al. 2006, Liu et al.
2013, Tang et al. 2009]. Além da integragdo automdtica de opinides de varias fontes,
e da sumarizacdo de opinides, outros problemas que podem ser citados nesta categoria
de aplicacdes sdo a deteccdao automadtica de revisdes falsas (i.e. com objetivo de auto-
promocgao, ou de prejudicar o concorrente), e a correcao de revisdes mal classificadas [Liu
2012]. O uso de opinides para alavancar funcionalidades de outros tipos de sistemas
também tem um enorme potencial. Por exemplo, sistemas de recomendacdo poderiam
recomendar produtos com avaliagdes positivas [Chen and Wang 2014, Sohail et al. 2013];
a colocacdo dindmica de anidncios poderia detectar cendrios favordveis ao produto do
andncio [Fan and Chang 2010]; a andlise de citagdes poderia detectar se trabalhos estao
sendo citados como referéncias do estado da arte ou como limitagdes, entre outros.

Outro tipo de aplicacdo bastante comum € a monitoracdo de entidades especifi-
cas (e.g. politicos, celebridades, marcas) em redes sociais [Pak and Paroubek 2010, Ca-
lais Guerra et al. 2011, Castellanos et al. 2011] ou noticias [Godbole et al. 2007]. Estas
sdo utilizadas para marketing, construcdo de marcas, relacionamento com clientes, en-
tre outros propdsitos. Vadrias ferramentas foram desenvolvidas com este objetivo, entre
elas TweetSentiments!, Sentimonitor?, UberVU?, BeOnP0p4, etc. A mineracao de opi-
nido sobre textos menos estruturados, como noticias e blogs, também tem sido alvo de
bastante atencdo [Balahur et al. 2009b, Balahur et al. 2010, Ku et al. 2006], as quais
podem ser a base de sistemas de sistemas analiticos e de inteligéncia em e-goverment,
e-health, etc. Outra vertente importante é o desenvolvimento de modelos preditivos ba-
seados em sentimentos. Exemplos sdo a previsao de resultados de elei¢cdes [O’Connor
et al. 2010, Tumasjan et al. 2010] ou de pesquisas de inten¢do de voto [Tumitan and
Becker 2014], varia¢cdes no mercado de acdes [Bollen et al. 2011, Liu et al. 2013], pregos
e bilheteria de filmes [Asur and Huberman 2010, Archak et al. 2007], etc.

O propdsito deste capitulo € apresentar os conceitos subjacentes a mineragcdo de
opinides, e caracterizar cada uma das etapas do processo, descrevendo os problemas en-
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volvidos, e as técnicas que podem ser utilizadas. Etapas, problemas e técnicas serdao
ilustrados através de um estudo de caso. Também discutiremos trabalhos representativos
encontrados na literatura, considerando diferentes tipos de texto: revisdes de produtos,
noticias e midias sociais.

O restante deste capitulo esta estruturado como segue. Na Secdo 1.2 € descrita
a fundamentagdo tedrica, com o detalhamento dos conceitos que caracterizam a opinido,
dos diferentes niveis de andlise de opinido, e as diferentes formas de expressao de opinido.
A Secao 1.3 discute a relagc@o entre a mineragao de opinides e o processamento de lingua-
gem natural (PLN), apresentando de forma pragmatica como seus recursos fundamentam
o processamento de texto com opinides. A Secao 1.4 descreve o processo de mineragdo de
opinides em termos de suas principais etapas: identificacdo, classificacio de polaridade e
sumarizagdo. As diferentes abordagens para a classificacdo de polaridade sdo discutidas
na Secdo 1.5. A Secdo 1.6 ilustra em estudo de caso real, como as diferentes técnicas
apresentadas foram empregadas, as dificuldades enfrentadas para a condug¢do da minera-
cdo de opinides, e as decisdes tomadas. O uso da mineracdo de opinides sobre diferentes
tipos de dados € entdo discutida através de exemplos na Secdo 1.7, considerando revisdes
de produtos, noticias e midias sociais. Finalmente, a Secdo 1.8 apresenta conclusdes e
perspectivas de pesquisa.

1.2. Fundamentacao Teérica
1.2.1. Definicoes

A mineracdo de opinides opera sobre por¢des de texto de quaisquer tamanho e formato,
tais como paginas web, posts, comentarios, tweets, revisoes de produto, etc. Toda opinido
¢ composta de pelo menos dois elementos chave: um alvo e um sentimento sobre este
alvo [Liu 2012]. Um alvo pode ser uma entidade, um aspecto de uma entidade, ou um
tépico, representando um produto, uma pessoa, uma organiza¢ao, uma marca, um evento,
etc. J4 um sentimento representa uma atitude, opinido ou emog¢ao que o autor da opinidao
tem a respeito do alvo. A polaridade de um sentimento corresponde a um ponto em
alguma escala que representa a avaliacdo positiva, neutra ou negativa do significado deste
sentimento [Tsytsarau and Palpanas 2012].

Mais formalmente, uma opinido corresponde a uma quintupla (e;, a;j, S;jx, hy, t;)
[Liu 2010], onde:

e;: ¢ o nome de uma entidade;
a;;: € um aspecto da entidade e; (opcional);
sijk: € a polaridade do sentimento em rela¢do ao aspecto a;; da entidade e;;

h;: € o detentor do sentimento (i.e. quem expressou o sentimento), também chamado de
fonte de opinido;

t;: € o instante no qual a opinido foi expressa por hy.

O conceito de aspecto, também denominado caracteristica (feature) ou proprie-
dade, permite que uma entidade seja vista através de diferentes perspectivas ou atributos,



ou como uma hierarquia de partes e subpartes [Liu 2010]. Por exemplo, considere o co-
mentdrio abaixo sobre um hotel, retirado do site Booking.com. Os aspectos deste hotel
sd0 o quarto, a vista, € o wi-fi. Assim, 0 sentimento expresso neste comentario € represen-
tado por quatro quintuplas, sendo que uma refere-se ao hotel como um todo, e as demais,
a aspectos especificos deste.

Cldudio - 31 de dezembro de 2013: “Adorei o hotel Vida Mansa. Os quartos do hotel
sdo super espacosos, com uma vista linda para o mar. Pena que ndo hd wi-fi nos
quartos”.

— (Vida Mansa, geral, positivo, Claudio, 31/12/2013)
— (Vida Mansa, quarto, positivo, Claudio, 31/12/2013)
— (Vida Mansa, vista, positivo, Claudio, 31/12/2013)
— (Vida Mansa, wi-fi, negativo, Claudio, 31/12/2013)

Os termos sentimento € opinido frequentemente sdo usados como sindnimos neste
contexto. A polaridade de um sentimento pode ser classificada em classes discretas (e.g.
positiva, negativa ou neutra), ou como um intervalo que representa a intensidade deste
sentimento, tipicamente [-1, 1]. Outra forma de expressdo de sentimento € a emocdo,
usada para designar as percep¢des € pensamentos subjetivos de uma pessoa, tais como
raiva, desgosto, medo, alegria, tristeza e surpresa. Ao contrdrio de uma opiniao, a emogao
ndo representa necessariamente um posicionamento ou uma atitude em relacio ao alvo, e
portanto, estes termos ndo sao considerados sindnimos.

1.2.2. Niveis de Analise Textual

A deteccdo do sentimento em um texto pode ocorrer em diferentes granularidades, sendo

que a decis@o do nivel esta sujeita ao contexto e aplicagdo. A andlise pode ser em nivel
de [Liu 2012]:

e Documento: nesse nivel, a tarefa é classificar se um documento, tratado como um
todo, expressa um sentimento positivo ou negativo. Esta granularidade é adequada
quando o documento trata de uma Unica entidade, por exemplo, um documento que
forneca uma opinido sobre um dado produto;

e Sentenca: determina o sentimento de uma sentenca especifica de um documento.
Este nivel é bastante utilizado quando um mesmo documento contém opinides So-
bre varias entidades. Ele também permite identificar e distinguir sentencgas obje-
tivas (fatos) e subjetivas (opinides). Alguns autores sugerem ir além do nivel de
sentenga, dividindo-a em cldusulas (e.g. “A cidade é péssima, mas a populacdo é
muito simpdtica”) [Thet et al. 2010];

e FEntidade e Aspecto: este nivel foca na opinido expressa, independentemente dos
construtos utilizados para expressa-la (e.g. documentos, sentengas, oracoes). Neste
caso, o alvo da opinido pode ser uma entidade, ou algum de seus aspectos. No
exemplo “Adoro minha camera X porque a qualidade de sua lente é excepcional.
Pena que o preco seja tdo alto”, observa-se que existem trés opinides em 2 sen-
tencgas: sobre a caAmera X, e sobre dois de seus aspectos (preco e lente). Apenas



a opinido sobre o preco € negativa, sendo que a opinido sobre a lente, e sobre a
camera em geral sdo positivas. Este € o nivel mais complexo de andlise, o qual tem
sido bastante estudado no contexto de revisdes de produtos e servigos (e.g. [Hu and
Liu 2004, Thet et al. 2010, Ghani et al. 2006, Qiu et al. 2011, Liu et al. 2013]).

1.2.3. Expressao de Opinioes

Opinides referem-se a conteudo subjetivo, escrito em linguagem natural. A forma como as
opinides estao expressas influencia diretamente a habilidade de processa-las corretamente.

Opinides podem ser regulares ou comparativas; diretas ou indiretas, € implicitas
ou explicitas. Em opinides regulares, o autor da opinido expressa um sentimento, atitude,
emocao ou percepc¢do sobre um alvo (“Este filme é muito bom™). J4 as opinides compa-
rativas expressam o sentimento com base na relacdo de similaridades ou diferengas entre
duas ou mais entidades, ou preferéncia quanto a algum aspecto compartilhado. Assim,
em “O teclado deste telefone € melhor do que o do meu telefone antigo”, a opinido s6
pode ser efetivamente conhecida apds estabelecer a opinido sobre o referencial (i.e. te-
clado do telefone antigo). As opinides podem ser diretas ou indiretas. Um exemplo de
opinido direta é “Este remédio € muito bom”. J4 em “Minha gripe piorou depois que to-
mei este remédio”, a opinido negativa sobre o remédio é implicada pelo seu efeito sobre a
gripe. Finalmente, opinides explicitas expressam diretamente o sentimento, enquanto que
as implicitas sugerem-no indiretamente (‘“Formou-se um vale no colchdo que comprei na
semana passada’). A maioria dos trabalhos assume que opinides sdo regulares, diretas e
explicitas, por serem mais fdceis de serem tratadas. Os demais tipos de opinido necessitam
de uma avaliacdo complexa sobre a semantica e pragmadtica do texto para determinacao
de seu sentido, como serd discutido na Secao 1.3.

2

E comum o uso de palavras de sentimento (e.g. 6timo, detesto) para expressar
opinides, mas seu uso ndo € condicdo necessdria, nem suficiente. Nem toda opinido €
expressa com palavras de sentimento (e.g. “Comprei este casaco na semana passada, e
jé esté cheio de bolinhas”). Da mesma forma, o uso de uma palavra de sentimento nao
implica opinido. Por exemplo, a frase “Ando procurando um bom livro” expressa o fato da
procura. Mais ainda, subjetivamente, alguns poderiam inclusive interpretar que a opiniao
implicitamente representada é a dificuldade de encontrar um bom livro. E importante
ressaltar também que as palavras de sentimento podem assumir sentidos especificos de
acordo com o contexto. Por exemplo, a sentenca “Este smartphone € muito caro” expressa
uma opinido negativa usando o termo "caro", enquanto que em “Este amigo me € muito
caro”, o mesmo termo € utilizado no sentido positivo.

Finalmente, algumas opinides sdo expressas com sarcasmo ou ironia, de forma im-
plicita ou explicita, sendo necessdria informacao contextual para identificar que a opinido
¢ exatamente oposta aquela sendo expressa. Por exemplo, a frase “Parabenizo os politicos
brasileiros por toda a consideragao que apresentam para com o povo e suas necessidades”
pode estar significando exatamente o contrdrio do que esta explicitamente dito.



1.3. Recursos Basicos de Processamento de Linguagem Natural
1.3.1. A Mineracao de Opinioes e o Processamento de Linguagem Natural

A mineracao de opinides lida com o processamento de textos escritos em linguagem na-
tural, com maior ou menor formalidade (e.g. jornais vs. tweets). Portanto, recursos de
processamento de linguagem natural (PLN) sdo necessarios como fundamento bésico da
mineragdo de opinides. O PLN trata computacionalmente os diversos aspectos da comu-
nicacdo humana, considerando formatos e referéncias, estruturas e significados, contextos
e usos. Muitos dos desafios do PLN estdo relacionados a compreensao da linguagem, oral
ou escrita, a qual pode se dar em diferentes niveis [Jurafsky and Martin 2010]:

e fonético e fonoldgico: relacionamento das palavras com os sons que produzem;

e morfoldgico: construgdo das palavras a partir unidades de significado primitivas e
como classificd-las em categorias morfoldgicas;

e sintdtico: relacionamento das palavras entre si, cada uma assumindo seu papel es-
trutural nas frases, e como as frases podem ser partes de outras, constituindo sen-
tencas;

e semdntico: relacionamento das palavras com seus significados e como eles sdo
combinados para formar os significados das sentengas; e

e pragmdtico: uso de frases e sentencas em diferentes contextos, afetando o signifi-
cado do discurso.

A Figura 1.1 apresenta a visdo cldssica dos principais estagios de processamento
da linguagem natural. Estes estigios refletem as distingdes da linguistica tedrica entre
Sintaxe, Semdntica e Pragmadtica [Indurkhya and Damerau 2010].

Analise N Analise L~ Andlise

Tokenizagio "> Anlise Léxica " e a e L
¢ W W Sintatica V| Semantica ¥\ Pragmatica

Figura 1.1. Estagios de analise no PLN.

Os trés primeiros estagios t&ém por objetivo derivar a estrutura sintdtica das senten-
cas. O tokenizador tem por objetivo segmentar o texto em unidades menores denominadas
tokens, que a grosso modo correspondem as palavras ou simbolos relevantes a linguagem.
A segmentagdo envolve a descoberta de fronteiras entre palavras e entre sentencas, por
vezes de forma entrelagada, bem como a¢des de normalizacdo de fokens. O analisador 1é-
xico tem por objetivo classificar tokens em diferentes categorias morfoldgicas relevantes.
Finalmente, o analisador sintético (parser) trabalha em nivel de agrupamento de palavras,
analisando a constitui¢do das frases de acordo com regras gramaticais. Dois tipos recursos
sdo fundamentais nestes estagios: 1éxicos e gramdticas. De forma genérica, o propdsito
de um léxico € prover uma grande gama de informagdes sobre palavras, como etimologia,
pronidncia, morfologia, sintaxe, entre outras. J4 uma gramadtica define um conjunto de
regras de boa formacao das palavras e das sentencas de uma lingua.



De certa forma, a granularidade dos trés primeiros estdgios reflete a maturidade
do estado da arte em processar os aspectos sintdticos de uma linguagem. Muito menos se
sabe sobre como associar significado as sentencas, tanto de forma independente do con-
texto (semantica), como em nivel de discurso (pragmatica) [Jurafsky and Martin 2010].

A andlise de sentimentos € um problema de PLN, e como tal, sofre com a caréncia
de solugdes para vdrias questdes, tais como tratamento de coreferéncias, negacdes, de-
sambiguacdo, etc. Contudo, € um problema mais restrito, uma vez que nao € necessaria
a compreensdo completa do significado das sentencas e textos, mas sim das opinides e
seus alvos. Ainda, frequentemente a necessidade de desempenho para processamento de
documentos em larga escala, e o uso de linguagens informais (e.g. proprias a internet)
e/ou com erros previne a aplicag@o de técnicas mais sofisticadas.

Uma discussao mais ampla sobre PLN esta fora do escopo deste capitulo, e pode
ser encontrada em referéncias cldssicas como [Indurkhya and Damerau 2010, Jurafsky
and Martin 2010]. No restante desta secao discutiremos de forma pragmatica alguns
processamentos bdsicos subjacentes a mineracdo de opinides, concluindo com uma breve
discussdo de alguns desafios que influenciam o processamento correto das opinioes.

1.3.2. Tokenizacao

A andlise linguistica de um texto exige o reconhecimento de caracteres, palavras e sen-
tencas de um texto. O estdgio de tokenizagao ¢ fundamental para todas as tarefas de PNL,
e de particular importancia para a mineragao de opinides, porque a informacao sobre sen-
timento € escassa, € por vezes expressa de modos particulares (e.g. :-) para representar
alegria; S2 para representar afei¢do). Nao hd uma tnica maneira certa de reconhecer sen-
tencas e tokens, e o algoritmo utilizado tem de levar em conta nio apenas as caracteristicas
da linguagem, mas igualmente o objetivo da aplicacao.

A tokenizacdo pode ser precedida por algumas agdes de pré-processamento no
texto alvo. Por exemplo, em pédginas web, pode ser interessante identificar e isolar certos
rotulos HTML/XML, e substituir caracteres HTML por outras codificagdes padronizadas
(e.g. substituir &It pelo caracter Unicode <).

Os tokenizadores consideram regras especificas para fazer a segmentacdo de um
texto em sentengas e em fokens. Por exemplo, o tokenizador baseado em espacos em
branco coloca as palavras em letras mintsculas, e divide o texto ao reconhecer os se-
guintes separadores: espago, tab, ou nova linha. Um tokenizador Treebank style utiliza
as mesmas convengdes do corpus Penn Treebank’, um corpus publico anotado sintdtica
e semanticamente. As convengdes do Treebank sdo as mesmas utilizadas em outros cor-
pora de larga escala, e portanto, um padrio de facto. Neste tokenizador, a maioria dos
caracteres de pontuacdo sao utilizados como separadores. Em particular na lingua in-
glesa, palavras como “can‘t” sdo transformadas nos tokens “can” e ‘“’t”, sendo dificultado
O reconhecimento de uma negacdo (i.e. “‘can not” ou “cannot”). Outra consequéncia é
que termos incluindo hashtags ou emoticons sao desmembrados, assim como palavras
escritas com hifen (além-mar) e nomes compostos (e.g. Sao Paulo).

Nem sempre as estratégias cldssicas funcionam para recursos na internet e suas

Swww.cis.upenn.edu/ treebank/home.html
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Figura 1.2. Comparac¢éao do resultado de trés tokenizadores.

formas de expressdo em geral, e de sentimento em particular. Cristopher Potts em [Potts
2011] propde algumas heuristicas para tokenizacdo no andlise de sentimento, tais como:
a) reconhecimento de emoticons; b) marcacdes especificas da internet (e.g. #hastags,
@usernames, urls), ¢) xingamentos e palavrdes (e.g. $#&!!, merd***), d) reconheci-
mento de siglas representando sentimento (e.g. LOL), entre outras. Os efeitos dos trés
tokenizadores discutidos podem ser comparados na Figura 1.2 para um tweet usando um
script® disponibilizado por Potts em [Potts 2011] .

Outros aspectos importantes que podem ser lidados pelos tokenizadores usados
no contexto da mineracdo de sentimentos sdo: a) tratar formas de intensidade, como por
exemplo, o alongamento das palavras ("ameeeeeeei") e letras maitsculas ("ODIEI esta
musica"); b) preservar nomes préprios ("Justin_Bieber"); c) identificar expressdes idio-
maticas. Potter resalta que o custo de algoritmos mais sofisticados de tokenizacdo deve
ser pesado face ao tamanho do corpus: quanto maior o corpus de treinamento para classi-
ficagcdo da polaridade, menor o efeito da perda de fokens de sentimento ndo capturada por
regras mais simples [Potts 2011].

Em termos de ferramentas, muitos tokenizadores estdo disponivels, quer como
ferramentas ou fungdes isoladas (e.g. em Java, classe StringTokenizer, ou o método
String.split()), ou como parte de um toolkit de processamento de linguagem natural (e.g.
OpenNLP7, Standford CoreNLPS8, NLTK9). Um toolkit particularmente interessante € o
NLTK, na linguagem Python, que disponibiliza funcionalidades para muitas linguas, en-

bsentiment.christopherpotts.net/tokenizing
7opennlp.apache.org
8nlp.stanford.edu/software/corenlp.shtml
dwww.nltk.org



tre elas, o portugués do Brasil. Outra op¢io para a lingua portuguesa é o Palavras!?, uma

solugio bastante sofisticada, mas proprietaria. LX_Center!! e Linguateca'? sdo sitios que
agrupam recursos desenvolvidos para o tratamento da lingua portuguesa.

1.3.3. Normalizacao: Radicais e Lemas

Alguns aspectos da normaliza¢@o ja foram mencionados como parte da tokenizagdo, por
exemplo, a transformacdo de letras maidsculas em minusculas, exceto quando se tratar de
siglas (vdrias letras maitsculas juntas, tal como "SBC") ou nomes préprios (palavras que
iniciam com maidsculo no meio da frase - “O congresso ocorreu em Brasilia.”). Outras
acoes de normaliza¢do visam representar um grupo de palavras através de um tinico termo.
Duas técnicas bastante usadas sdo o stemming € a lematizagao.

Stemming é um método para a redu¢do de um termo ao seu radical, através da
remoc¢do de desinéncias, afixos, e vogais temdticas. Com sua utilizagdo, todos termos
derivados de um mesmo radical serdo tratados como um tnico termo. Por exemplo, os
termos "correr", "corrida", "corredor" possuem todos o mesmo radical: "corr". Note-se
que um radical ndo € uma palavra que precisa existir. Cada algoritmo de stemming de-
fine um conjunto de regras para reduzir termos a seu radical, as quais sdo dependentes de
lingua. Por exemplo, uma das regras do stemmer Potter, voltado a lingua inglesa, € eli-
minar todos os sufixos da palavras que terminam com "ing", desde que sejam precedidos
por uma vogal. Assim, o radical de "moving" € "mov", mas o radical de "sing" € "sing".
Outros exemplos de stemmers para a lingua inglesa sdo o Lancaster e o WordNet. Para o
portugués, exemplos de stemmers sao o0 RSLP e o Snowball. Stemmers podem ser mais

ou menos agressivos, de acordo com as regras que utilizam para eliminar os afixos.

Embora bastante usado na drea de Recuperacdo de Informacdes para busca de
documentos, este tipo de normalizacdo nao tem usualmente bons resultados na andlise de
sentimentos [Potts 2011]. Com efeito, por vezes a extracio do radical elimina os afixos
que diferenciam a polaridade de termos com o mesmo radical. Por exemplo, os termos
"tolerancia" e "tolerdvel" tém polaridades positiva e negativa, respectivamente, mas sua
reducdo ao radical "toler" ndo permite esta diferenciacdo.

A lematizacdo € o processo de agrupar as diferentes inflexdes e variantes de um
termo para que possam ser analisadas como um tnico item, o lema. O lema corresponde
assim a representacio candnica de um grupo de palavras, a qual € usada como entrada de
verbete em diciondrios. Por exemplo, "amor" € o lema de "amores", e "amar" € o lema de
palavras como "amada" e "amarei". As diferencas podem ser resultado das conjugacgdes
dos verbos, flexdes dos substantivos, ou declinacdes dos pronomes. Como técnica de
normalizagdo, a lematizagao € bem menos agressiva, mas possui um custo computacional
alto por depender do conhecimento de classes gramaticais (vide Se¢do 1.3.4).

Os vérios frameworks de PLN j4 citados na secdo 1.3.2 possuem lematizadores e
stemmers. Para a lingua portuguesa, uma das melhores opg¢des €, novamente, o NLTK.

0visl.sdu.dk
xcenter.di.fc.ul.pt
12www.linguateca.pt



1.3.4. Etiquetamento de Classes Gramaticais

Outro processamento importante no PLN € o etiquetamento de classes gramaticais, mais
comumente designado por sua sigla em inglés POS (Part of Speech). Este processo as-
socia todas as palavras em um texto com suas respectivas classes gramaticais, baseado
tanto na sua defini¢do, quanto em seu contexto, isto €, relagcdes com palavras adjacentes.
As classes gramaticais cumprem muitos papéis no PLN, incluindo lematizacdo e andlise
sintdtica. Especificamente na mineracao de opinides, palavras de sentimento sao um forte
indicio da existéncia de sentimento em uma por¢do de texto, e portanto esta rotulacio
frequentemente € utilizada como informac¢do de entrada a classificacdao da polaridade.

Para a rotulacdo, s@o utilizadas categorias de palavras ditas abertas e fechadas.
As classes fechadas, tais como verbos auxiliares, pronomes, preposi¢des, entre outros,
incluem um nimero menor de palavras, que constituem um vocabuldrio mais estavel. As
classes abertas incluem os adjetivos, advérbios, substantivos, pronomes e interjei¢oes,
com um numero maior de palavras, e vocabulario mais dinamico. O etiquetamento POS
necessita portanto um léxico com estas informacaes.

Técnicas para POS, e uma discussdo mais completa sobre as questdes de desam-
biguacdo e alinhamento, podem ser encontradas em [Jurafsky and Martin 2010]. Para
nossos propdsitos, € necessario compreender que um etiquetador POS toma como entrada
uma série de rétulos, correspondendo as classes consideradas, e etiqueta os fokens de um
texto de acordo com estes rotulos. A Figura 1.3 exemplifica o etiquetamento POS para a
sentenca “Amo usar camiseta branca” usando dois etiquetadores disponiveis no NLTK!3
e no LX_Center!*. Em ambos os casos, é possivel verificar as etiquetas V (Verbo), N
(Substantivo) e ADJ (Adjetivo). No caso do LX_Center, o etiquetamento € mais rico. Por
exemplo, junto com o verbo € detalhado o lema (e.g. Amar), o tempo verbal (e.g. presente
do indicativo - pi), e conjugagdo (e.g. primeira pessoa do singular - 1s). J4 para os subs-
tantivos e adjetivos, sdo informados, além do lema, o género e grau (e.g. fs - feminino e
substantivo).

Amo usar camiseta branca

NLTK LX-Center

Amo/V usar/V camiseta/N branca/ADJ Amo/AMAR/VHpi-1s usar/USAR/V#inf-ninf
camiseta/CAMISETA/CN#fs branca/BRANCO/ADJ#fs

Figura 1.3. Comparac¢ao do resultado de duas marcacoes POS.

O etiquetamento POS € bastante explorado na anélise de sentimento, porque € a
forma mais bésica de tratar a ambiguidade de palavras, com relativo baixo custo. Assume-
se que a expressdo de sentimentos estd associada com certos padrdes envolvendo as cate-
gorias das palavras. Por exemplo, [Turney 2002] busca locu¢des que contenham adjetivos
e advérbios; [Hu and Liu 2004] utiliza substantivos para identificar os aspectos alvo de
opinides, e adjetivos para determinar a polaridade da opinido; [Mohammad et al. 2013]

Btext-processing.com/demo/tag/
41xcenter.di.fc.ul.pt/services/pt/LXServicesSuitePT.html



utiliza a frequéncia de cada classe de palavras para determinar a polaridade de tweets,
entre outros exemplos.

1.3.5. Questoes Avancadas

A andlise sintdtica pode beneficiar a minerag¢do de opinides, derivando a estrutura de sen-
tencas. Neste caso, um parser deriva uma arvore de dependéncias sintdticas. Alguns
trabalhos utilizam estas técnicas para tratar opinides em nivel de cldusula, ou para identi-
ficar com maior precisdo o alvo de uma opiniado (e.g. [Qiu et al. 2011, Liu et al. 2013]).
Uma arvore de dependéncias sintéticas € ilustrada na Figura 1.4. Ela contém informacao
que poderia ser usada para melhorar a precisdo do da identificacao do alvo da opinido (e.g.
“good” é um modificador do substantivo “screen’), e tépicos (“screen” € um aspecto de
“phone” pela ligacdo entre sujeito e predicado). Contudo, a drea costuma adotar solucdes
mais pragmadticas devido a necessidade de processamento em larga escala [Castellanos

et al. 2011, Godbole et al. 2007].

has
sub;/ ‘\obj
phone screen
det / \mod
The good

Figura 1.4. Exemplo de Arvore de Dependéncia Sintatica (Fonte: [Liu et al. 2013]).

O tratamento da negacdo € uma questao importante na andlise de sentimento, pois
ela inverte o sentido das palavras usadas para designar uma opinido. A pratica mostra
que palavras com sentimento moderado como “bom” ou “ruim”, ao serem negadas, tém
sua polaridade invertida (‘“Esta cdmera nao € boa.”, “Este filme nao € ruim.”). Contudo,
a negacdo de palavras com forte conotacdo de subjetividade tem um espectro amplo de
sentidos. Por exemplo, a sentenca “Este filme ndo é excelente.” ndo necessariamente
significa que o filme € ruim [Potts 2011]. Outra questdo é o escopo da negagdo, o qual
ndo estd limitado a palavras adjacentes. Métodos mais pragméticos lidam com a questao
rotulando com negacgdo todos os tokens que seguem uma palavra de negacdo em uma
oragdo [Pang et al. 2002, Potts 2011]. Por exemplo, em “Nao sei se gostarei do filme: é
meio parado.”, o tokenizador pode modificar todos os termos da oracao delimitada por :,
ou seja, ’sei_NEG","gostarei_NEG", "do_NEG", e "filme_NEG". Outra técnica possivel
¢ utilizar janelas de proximidade ao termo de negac¢do (e.g. [Pang et al. 2002, Bollen et al.
2011]).

Ironia é uma forma negagdo bastante sutil, e constitui um dos problemas mais
dificeis de se tratar na minera¢do de opinides. O uso de sarcasmo € muito comum em
alguns dominios, como discussdes politicas e esportivas, opinides sobre arte (filmes, ban-
das), etc [Sarmento et al. 2009, Turney 2002, Balahur et al. 2009a]. Alguns trabalhos
encontrados na literatura para identificacdo de sarcasmof/ironia fazem uso de artificios,
como frequéncia do sinal de exclamacdo e interrogacdo, palavras capitalizadas, interjei-
coes (e.g. “ah, oh, yeah”), emoticons e superlativos [Carvalho et al. 2009, Liu 2012].

Finalmente, outro desafio da PLN que impacta na mineracdo de opinides € o de



co-referéncia, onde diferentes expressdes em uma sentenca ou documentos referem-se a
mesma entidade. Por exemplo, as expressdes “Dilma”, “Presidenta”, ‘“Presidenta Dilma
Rousseft” referem-se a mesma pessoa, devendo ser reconhecidas e unificadas. Uma forma
de co-referéncia envolve o uso de pronomes, os quais devem ser resolvidos e relaciona-
dos com a respectiva entidade. Por exemplo, no texto “Paris € uma cidade maravilhosa.
Ela é um excelente lugar para se visitar. Seus restaurantes sdo muito reconhecidos”, 0s
pronomes “ela” e “seus” sdo co-referéncias de ‘“Paris". O tratamento da co-referéncia é
muito importante para a analise de sentimentos nos niveis de sentencga e de aspectos, ja
que estes niveis analisam o sentimento de forma isolada (i.e. cada senten¢a ou opinido),
com efeito direto sobre a revocacdo. Uma compilacdo de abordagens para resolucdo de
co-referéncias € relatada em [Ng 2010]. Solucgdes para co-referéncia voltados a lingua
inglesa estdo disponiveis nos toolkits OpenNLP e Standford CoreNLP. Heuristicas tém
sido utilizadas em textos curtos como fweets, utilizando janelas de distancia entre uma
entidade nomeada e pronomes que as seguem [Castellanos et al. 2011].

1.4. Etapas da Mineracao da Opiniao

A mineracdo de opinido pode ser caracterizada em termos de trés grandes tarefas [Tsyt-
sarau and Palpanas 2012]: a) identificar (t6picos, sentengas opinativas), b) classificar a
polaridade do sentimento, e ¢) sumarizar. Este processo € esbo¢cado na Figura 1.5.

@@@—» Extragio
e —
Base de Dados

‘ Contetdo Subjetivo ‘ Entidades ‘ Aspectos

‘ Pré-processamento ‘

v

Identificagao

Classificagao

Classficacéo de ‘
sentimento

Sumarizagao

‘Acompanhamento ‘Visualizagéo ‘ Predicéo

Figura 1.5. Etapas da Mineracao de Opiniao.

1.4.1. Identificacao

Dado um conjunto de textos extraidos de alguma fonte (e.g. jornais, redes sociais, plata-
formas de revisao de produtos/servigos), a etapa de identificacdo consiste em encontrar 0s
tépicos existentes (e possivelmente seus aspectos), e possivelmente associd-los com o res-
pectivo contetddo subjetivo. A forma de identificar as entidades, aspectos e sentimento sao
dependentes da granularidade escolhida para andlise, e os algoritmos utilizados podem ser



distintos daqueles propostos para recuperagdo de documentos opinionativos [Pang and
Lee 2008, Tsytsarau and Palpanas 2012].

A complexidade da identifica¢do do alvo da opinido depende em muito da midia
considerada, e de seu grau de estruturacdo. A aplicacdo mais frequente em mineracdo de
opinides € a de revisdo de produtos e servigos, porque o alvo pode ser mais facilmente
identificado. Assume-se que todo o documento refere-se a uma tnica entidade, o alvo da
revisdo, sendo que o desafio estd em identificar os aspectos desta entidade, se a andlise
for nesta granularidade.

Ja em jornais, blogs ou posts, ndo se conhece a priori as entidades envolvidas,
podendo inclusive envolver muitas entidades na mesma porcdo de texto. Na situacio
mais simples, pode-se restringir a identificacio a entidades pré-definidas, como a busca
de celebridades, atletas, politicos ou marcas. Um dos problemas neste caso € resolver
os problemas de co-referéncia, j4 mencionados na Se¢do 1.3.5. Em midias sociais, a co-
referéncia pode ser um problema acentuado, pois as mengdes podem ser muito informais
(apelidos, girias com significado local ou temporal, hashtags, etc). Por exemplo, o termo
“tricolor” no estado de Sao Paulo refere-se ao Sao Paulo Futebol Clube, enquanto que no
estado do Rio Grande do Sul, esse termo designa o Grémio Foot-Ball Porto Alegrense. Se
a identificacdo ndo for direcionada a alvos pré-definidos, pode-se ainda utilizar técnicas
de identificacdo de entidades nomeadas da recuperacao de informacoes [Sarawagi 2008,
Aggarwal and Zhai 2012].

Finalmente, esta tarefa pode envolver também o discernimento entre conteido ou
sentengas com ou sem opinido, visando melhorar os resultados da proxima etapa. Isto é
bastante comum quando o nivel de andlise é de granularidade menor. O critério utilizado
para determinar o conteido de opinido é quase sempre a identificacdo de palavras de
sentimento (e.g. “Eu recomendo este filme”), ou de classes de palavras candidatas a
expressar sentimento (e.g. adjetivos).

1.4.2. Classificacdo da Polaridade

O problema de classificacdo de sentimento, também denominado classificacdo de pola-
ridade, é frequentemente um problema de classificac@o bindrio, isto é, que classifica um
dado texto em uma de duas classes: positivo ou negativo. No entanto, classes adicionais
podem ser consideradas para que a andlise seja mais robusta, ou para aumentar o nivel
de detalhe dos resultados. Assim, estas classes podem ser desdobradas em classificacdes
com diferentes graus de intensidade (e.g. muitoPositivo, moderadamentePositivo), ou
em intervalos numéricos representando um grau de intensidade [Tsytsarau and Palpanas
2012]. Neste dltimo caso, a divisao do sentimento estd relacionada a capacidade de definir
algum limiar para distinguir os niveis de sentimento.

Outra abordagem € considerar a categoria neutra, que engloba textos sem uma
tendéncia clara quanto a sua polaridade, ou simplesmente sem sentimento. Neste tltimo
caso, € a etapa de classificacao de polaridade que tem como responsabilidade identificar
textos sem sentimento de acordo com suas propriedades. Mas, como ja mencionado, é
mais frequente que este tipo de texto ja tenha sido descartado na etapa anterior de identi-
ficagdo, porque a qualidade dos resultados da classificacdo costuma ser maior [Tsytsarau
and Palpanas 2012].



Para a classificacdo da polaridade, diferentes abordagens sdo propostas na lite-
ratura, as quais sdo discutidas com maiores detalhes na Secao 1.5. Cada técnica pode
necessitar de operagdes de pré-processamento e transformagao especificas, tais como re-
conhecimento de construtos sintdticos, reconhecimento de n-gramas, extracao de features,
eliminacao de termos irrelevantes, transformacao em vetor de termos, etc.

Independente da abordagem empregada, a classificacdo da polaridade ndo € um
problema trivial. Entre os principais desafios estao:

e 0 uso de palavras de sentimento pode ser enganoso e a polaridade de alguns termos
sdo dependentes de contexto (conforme Se¢do 1.2.3) ;

e adificuldade em tratar corretamente opinides comparativas, implicitas e indiretas;

e muitos dominios sdo caracterizados pelo uso frequente de ironia e sarcasmo, onde
o sentido implicito € exatamente oposto ao sentimento expresso explicitamente.
Outros dominios (e.g. debates politicos, criticas culturais) estabelecem uma opinido
positiva por oposi¢do a uma argumentacdo negativa (ou vice-versa) [Balahur et al.
2009a, Pang et al. 2002, Turney 2002];

e a opinido pode depender do observador. Por exemplo, a opinido representada na
sentenca “Bom momento para as acOes da Vale!” € positiva para quem detém este
tipo de acdo, mas pode ser péssima para quem deixou de investir nelas;

e apolaridade de contetido subjetivo nem sempre € objeto de consenso. Por exemplo,
em anotagdes feitas por humanos, dificilmente o consenso ¢ maior que 75% [Bruce
and Wiebe 1999, Ku et al. 2006, Wiebe et al. 2005, Pang et al. 2002];

e a classificacdo € bastante dependente da extrac@o das features do texto, a qual deve
lidar com as varias questdes da lingua natural ja discutidas na Secdo 1.3.

1.4.3. Sumarizacao

Para poder identificar opinido média ou prevalecente de um grupo de pessoas sobre um
determinado tdpico/entidade, a opinido expressa por uma Unica pessoa ndo € suficiente,
sendo necessdrio analisar uma grande quantidade de opinides [Liu 2012]. E necessdrio a
criagdo de métricas e sumdrios que quantifiquem a diversidade de opinides encontradas
a respeito um mesmo alvo. Este € o objetivo desta etapa, onde sdo criadas métricas que
representem o sentimento geral, as quais podem ser visualizadas ou servir de entrada para
outras aplicagoes.

Em revisao de produtos, um sumario de um determinado produto pode ajudar um
consumidor a identificar seus respectivos pontos fortes e fracos, levando em consideragcao
a experiéncia prévia de outras pessoas, expressas em suas opinides. Esse tipo de recurso
pode ser encontrado, por exemplo, no Google Shopping, que automaticamente extrai, ana-
lisa e agrega os aspectos de revisdes de produtos disponibilizados por diferentes lojas de
comércio eletronico (e.g. Best Buy). A Figura 1.6 ilustra um exemplo de resultado desta
ferramenta, onde aspectos como facilidade de uso, design e tamanho, foram identificados
e exemplificados com uma sentengca que demonstra o sentimento predominante sobre o



mesmo. Além disso, a ferramenta ainda mostra uma nota geral sobre o produto, baseada
em uma classificac@o de estrelas.

oo gl . Apple iPhone 5 Smartphone 16 GB - Verizon Wireless
' WCDMA (UMTS) - White & silver

Reviews

566 reviews

What people are saying

ease of use | "Easy to try out and simply delste.”
: § battery | "Phone is excellent, great battery lifel"
.;ﬁ ¥ [ B > size 1 "Perfect size screen for me, LTE and metal backing.”
- i camera I "Love the phone, easy to use and the camera is great.”
features | "Love the new features!”
design [ |
I

screen

"The white looks incredibly chic and nice.”
"Fast response, great display.”

Figura 1.6. Exemplo de sumarizacao de opiniées de aspectos produto extraidas
de revisoes (Fonte: Google Shopping).

Outra forma de sumariza¢do, comum em aplicagdes que extraem de midias sociais
o sentimento do publico em geral sobre uma determinada entidade (e.g. uma marca, pro-
duto, politico, celebridade), € apresentar o sentimento na forma de relégios, ou associd-lo
a informagdes temporais ou geograficas. Normalmente este tipo de midia reflete o que
as pessoas pensam sobre o alvo, dado algum evento. Por exemplo, o lancamento de um
novo produto terd impacto nas redes sociais, que expressardo reagdes a esse aconteci-
mento através de posts, comentarios, tweets, endossos, etc. A empresa pode aproveitar-se
disto para avaliar se este produto foi bem recepcionado pelo mercado. Um exemplo € a
ferramenta UberVB, que sumariza e acompanha as mengdes e o sentimento em relacao
a uma determinada marca através do tempo. Os dados analisados sdo provenientes de
varias midias sociais, como o Twitter, Facebook, YouTube, blogs, etc. Na Figura 1.7 é
mostrado o sentimento em relagdo a marca Microsoft, medindo-se o sentimento positivo,
negativo e neutro através de um relégio, e bem como a tendéncia temporal do sentimento.

OVERALL SENTIMENT SENTIMENT TREND Daity

Figura 1.7. Sentimento extraido de midias sociais em relacao a Microsoft (Fonte:
UberVU).
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Outro exemplo de recursos de monitoragdo € a prova de conceito LCI [Castellanos
et al. 2011], que monitora tweets sobre entidades definidas através de um conjunto de
termos. LCI oferece um dashboard, ilustrado na Figura 1.8 para o filme “Piratas do
Caribe". O dashboard inclui, da esquerda para a direita: a) uma 4rvore com os termos
mais mencionados junto aos tweets; b) a freqii€ncia destes termos usando uma nuvem de
termos, e respectivo sentimento predominante, associando cores aos termos; ¢) um grafico



de barras com o sentimento positivo, negativo e neutro dos termos mais frequentes; d) um
gréafico de evolucao de sentimento; €) um grafico de evolug¢do de volume de mencgdes, e f)
tweets representativos.
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Figura 1.8. Dashboard para monitoracédo de sentimento do filme Piratas do Ca-
ribe (Fonte: [Castellanos et al. 2011]).

O sentimento sumarizado também pode ser utilizado para diversas aplicacoes,
como prever elei¢des [Tumasjan et al. 2010], comportamento da bolsa de valores [Bollen
et al. 2011, Liu et al. 2013], arrecadacd@o de bilheterias de filmes [Asur and Huberman
2010], definicao de precos [Archak et al. 2007], etc. No entanto, o sentimento puro (po-
sitivo ou negativo) pode ndo refletir de maneira correta o contexto analisado. Portanto, é
importante criar métricas para representar o sentimento em relagdo ao alvo. Boa parte dos
trabalhos na drea utilizam a média do sentimento, ou a razao entre o sentimento positivo
e negativo. Em certos casos, a predi¢do pode ser feita somente com base na quantidade
de mengdes as entidades, independente do sentimento sobre elas (e.g. [Tumasjan et al.
2010]).

Por exemplo, Social Market Analytics!> é uma ferramenta para analisar a bolsa
de valores, e acdes de uma determinada companhia utilizando o Twitter. Na Figura 1.9 é
mostrada a andlise temporal do sentimento em relagcdo as acdes da APPL - Apple Inc. Esta
ferramenta criou suas proprias métricas para andlise, baseando na representacdo normali-
zada e ponderada da série de tempo do sentimento ao longo de um periodo retrospectivo
(S-Score), e também uma média suavizada da métrica anterior (S-Mean). Estas métricas
sdo comparadas com o valor de fechamento de uma determinada acao.

1.5. Abordagens de Classificacao de Polaridade

As abordagens de classificagdo podem ser divididas em quatro grandes grupos: a) léxicas,
com o uso de diciondrios de sentimentos; b) aprendizado de maquina, com o uso predo-
minante de técnicas de classificacdo; c) estatisticas, que valem-se destas técnicas para

Jsocialmarketanalytics.com
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Figura 1.9. Relacao entre sentimento e preco de acées (Fonte: Social Market Analytics).

avaliar a co-ocorréncia de termos, e d) semanticas, que definem a polaridade de palavras
em func¢do de sua proximidade semantica com outras de polaridade conhecidas. Estas di-
ferentes abordagens podem ser combinadas para melhoria de resultados (e.g. [Castellanos
etal. 2011]). Uma revisao de trabalhos descrita em [Tsytsarau and Palpanas 2012] aponta
uma predominancias das duas primeiras abordagens.

1.5.1. Abordagem Baseada em Dicionario

A abordagem baseada em diciondrio é também denominada [éxica ou linguistica. O
aspecto central desta abordagem € o uso de léxicos (diciondrios) de sentimentos, que sao
compilagdes de palavras ou expressdes de sentimento associadas a respectiva polaridade.

1.5.1.1. Léxicos de Sentimentos

A composi¢do basica de um léxico de sentimento € a palavra de sentimento e sua respec-
tiva polaridade, expressa como uma categoria, ou como um valor em uma escala. Léxicos
sao relacionados a um idioma especifico. Para a lingua inglesa, podemos citar o General
Inquirer [Stone et al. 1966], MPQA [Wiebe and Riloff 2005], SentiWordNet [Baccianella
et al. 2010] e WordNetAffect [Strapparava and Valitutti 2004]. J4 para a lingua portu-
guesa estdo disponiveis o OpLexicon [Souza et al. 2011] e o SentiLex-PT [Silva et al.
2012], sendo o primeiro para portugués do Brasil e o dltimo, para portugués de Portugal.
Alguns 1éxicos possuem versdes para multiplas linguas, como o Linguistic Inquiry and
Word Counts (LIWC) [Tausczik and Pennebaker 2007], parte de um software de andlise
de texto desenvolvido para avaliar os componentes estruturais, cognitivos € emocionais
de amostras de texto. Esforcos estdo sendo realizados para disponibilizar um versido do
SentiWordNet para o portugués [de Paiva et al. 2012].

Existem muitas variagcdo entre 1éxicos, incluindo o nimero de termos e as infor-
macodes adicionais que sdo agregadas a suas entradas. Muitos diciondrios possuem as-
sociadas a cada entrada informagdes adicionais, tais como: flexdes (e.g. bonito, bonita,
bonitos), o lema e/ou radical; POS, etc. A Tabela 1.1 resume as propriedades de alguns
Iéxicos mencionados acima, em termos de nimero de entradas; disponibilidade de POS,
radical e lema; e lingua alvo.

As Figuras 1.10, 1.11 e 1.12 ilustram variac¢des de trés léxicos: MPQA, Sen-
tiWordNet e Sentilex-PT. No MPQA € possivel verificar que os sentimentos sdo classi-



Tabela 1.1. Tabela comparativa de Iéxicos de sentimentos.

Dicionario Pos Neg POS | Radical | Lema | Idioma
General Inquirer | 1.915 | 2.291 S N N Inglés
OpinionFinder | 2.718 | 4.912 S S N Inglés
OpLexicon 8.675 | 14.469 S N N Portugués
SentiLex-PT 82.347 entradas S N S Portugués
SentiWordNet 117.659 entradas S N S Inglés

ficados como positivos e negativos, e modificados pelo nivel de subjetividade forte ou
fraca (strength). No SentiWordNet, a polaridade dos termos é representada por uma es-
cala numérica, variando de 0 a 1 para cada tipo de polaridade (PosScore e NegScore).
Note-se que o 1éxico inclui termos neutros (i.e. polaridade 0). O Sentilex-PT inclui tanto
termos, quanto expressoes idiomadticas, os quais estao relacionados a suas flexdes e varia-
coes. A polaridade (POL) € positiva ou negativa (1 e -1, respectivamente), podendo haver
variagdes se relacionada ao sujeito ou predicado da sentenca.

Strength Length Word Part-of-speech Stemmed Polarity

1. type=weaksubj len=1 word1=abandoned posi=adj stemmed1=n priorpolarity=negative

2. type=weaksubj len=1 word1=abandonment pos1=noun stemmed1=n priorpolarity=negative

38 type=weaksubj len=1 word1=abandon posi=verb stemmed1=y priorpolarity=negative

4. type=strongsubj len=1 word1=abase pos1=verb stemmedi=y priorpolarity=negative

5. type=strongsubj len=1 word1=abasement pos1=anypos stemmed1=y priorpolarity=negative

6. type=strongsubj len=1 word1=abash pos1=verb stemmed1=y priorpolarity=negative

7. type=weaksubj len=1 word1=abate posi=verb stemmed1=y priorpolarity=negative

8. type=weaksubj len=1 word1=abdicate posi=verb stemmed1=y priorpolarity=negative

9. type=strongsubj len=1 word1=aberration posi=adj stemmed1=n priorpolarity=negative

10. type=strongsubj len=1 word1=aberration pos1=noun stemmed1=n priorpolarity=negative

Figura 1.10. Porcdo do Léxico MPQA (Fonte: [Potts 2011]).

POS ID PosScore NegScore SynsetTerms Gloss

a 00001740 0.125 0 able#1 (usually followed by "to') having the necessary means or
[

a 00002098 0 0.75 unable#1 (usually followed by "to') not having the necessary means
or[..]

a 00002312 0 0 dorsal#2 abaxial#1 facing away from the axis of an organ or organism; [...]

a 00002527 0 0 veniral#2 adaxial#1 nearest to or facing toward the axis of an organ or

organism; [...]

Figura 1.11. Porcao do Léxico SentiWordNet (Fonte: [Potts 2011]).

1.5.1.2. Classificacao da Polaridade

Um dos métodos mais utilizados na abordagem linguistica € o da co-ocorréncia entre alvo
e sentimento, o qual ndo leva em consideracdo nem a ordem dos termos dentro de um
documento (bag-of-words), nem suas relacOes 1éxico-sintaticas. Para a classificacdo do
sentimento em um texto, basta que exista uma palavra de sentimento, onde sua polaridade
¢ dada por um Iéxico de sentimentos. Esse método é extensamente empregado para o
atrelamento de um sentimento a uma entidade em uma sentenca. Por exemplo, na sentenca
“o 1Phone ¢ muito bom”, a polaridade positiva da palavra “bom” é associada a entidade
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Figura 1.12. Porcao do Léxico SentiLex-PT

iPhone. O método por co-ocorréncia apresenta bons resultados quando o nivel de andlise
textual € de granularidade pequena, pois a palavra detentora do sentimento estd proxima
a entidade que qualifica. Sendo assim, este método € usualmente utilizado em analises
de nivel de sentenca, cldusula ou até em documentos com poucos caracteres, cComo um
tweet.

Quando aplicada em nivel de maior granularidade, estabelece-se algum tipo de
média sobre as palavras de sentimento encontradas. A Equac¢do 1 mostra uma fungao
genérica de determinacdo de polaridade em um documento D, onde S,, representa a po-
laridade de uma palavra w em um diciondrio. A agregacdo pode levar em conta fungdes
de peso e de modificagdo. A fungdo peso() pode ser, por exemplo, alguma medida de
distancia entre a palavra de sentimento e o alvo, ou de importincia da palavra no texto
(e.g. frequéncia). A fungdo modificador() pode ser usada para tratar negagdes, palavras
de intensidade (e.g. muito), etc. Esta funcdo de agregacdao também pode ser estendida a
sentengas, cujas clausulas podem combinar diferentes palavras de sentimento.

Y wep Sw-peso(w) -modificador(w)

S(D) = Y peso(w)

ey

Existem métodos linguisticos mais complexos (e.g. [Liu et al. 2013, Qiu et al.
2011], que exploram a estrutura sintdtica do texto para aumentar a qualidade da classifi-
cacdo com base em informagdes morfossintaticas ali presentes (e.g. sujeito, predicado,
dependéncias, etc.). No entanto, ferramentas de processamento de linguagem natural sdo
em sua maioria restritas a determinado idioma, e portanto esta abordagem € mais utilizada
em documentos na lingua inglesa.

E importante ressaltar que, nesta abordagem, um texto neutro é diferente de um
texto ndo polarizado. Um texto ndo polarizado € aquele no qual ndo hé elementos sufici-
entes para poder classificd-lo, e consequentemente, para o qual a tarefa de classificagdo
nao consegue chegar a conclusdo sobre sua polaridade. Isso geralmente acontece quando
o 1éxico € incompleto, ou quando o conteido analisado possui ruidos, tais como erros
tipogréficos e sentencas incompletas que impedem a verificagao dos termos no diciona-
rio [Dey and Haque 2009].



1.5.1.3. Discussao

Uma das grandes vantagens da classificagdo de polaridade baseada em léxico é o pré-
processamento simplificado do documento, frequentemente reduzida a tokenizagdo, nor-
malizacdo e POS. Palavras com baixo potencial de sentimento podem ser eliminadas,
visando melhor desempenho de busca nos dicionérios (e.g. stop words, categorias gra-
maticais como preposi¢do e pronome, etc). Outra vantagem é que nao € necessario haver
um corpus rotulado como pré-condi¢ao da classificacdo da polaridade: basta procurar as
palavras nos léxicos adotados.

Contudo, a maioria dos diciondrios disponiveis sdo genéricos, € a polaridade do
sentimento € bastante dependente de contexto. Ela também € sensivel quando considerada
sobre textos gerados por usudrios em midias informais (e.g. redes sociais, tweets), onde
expressoes regionais, girias, abreviaturas tipicas da internet, etc, sdo fartamente emprega-
das. Melhores resultados tém sido obtidos com dicionérios dependentes de dominios [Hu
and Liu 2004], criados de forma semi-supervisionada com base em métodos estatisticos
de co-ocorréncia (e.g. [Turney 2002], ou utilizando relagdes de sindbnimos/antdonimos de
tesauros (e.g. [Hu and Liu 2004, Godbole et al. 2007]). Estas técnicas serdo discutidas
com mais detalhes na Secdo 1.5.3. Contudo, sdao necessarios métodos para verificacdo da
sanidade de termos na criacdo de um novo vocabuldrio.

1.5.2. Abordagem baseada em Aprendizado de Maquina

O objetivo principal das técnicas de aprendizado de maquina é descobrir automaticamente
regras gerais em grandes conjuntos de dados, que permitam extrair informagdes implici-
tamente representadas. Na drea de mineragdo de opinides, nota-se um predominio do
uso de métodos supervisionados de aprendizagem, mais especificamente, classificacdo e
regressdo [Tan et al. 2006].

1.5.2.1. Aprendizagem Supervisionada

O problema de classificagc@o, assim como o de regressao, € dividido em dois passos, como
ilustrado na Figura 1.13:

1. aprender o modelo: derivar um modelo de classificacdo sobre um conjunto de dados
treino previamente rotulado com as classes consideradas (e.g. positivo, negativo);

2. aplicar o modelo: prever a classe de novas instancias de dados utilizando o modelo
preditivo resultante.

Os dados de treino para a classificacao/regressdo correspondem a um conjunto de
registros caracterizadas por atributos. O rétulo € denominado atributo classe (ou alvo),
enquanto que os demais sdo designados como atributos discriminantes ou features. O
atributo alvo na classificagdo € discreto, enquanto que na regressao, ele € numérico.

No caso de classificacdo de textos, as features correspondem primariamente a re-
presentacdes de termos utilizados. A Figura 1.14 ilustra como um conjunto de 3 frases



Tid AMrib1  Attrib?  Aftrib3  Class Algoritmo

1 Yes Large 125K No de

2 No Medium 100K No arendizado

3 |No Small 70K No

4 |Yes |Medum [120k |Mo

5 |No Laroe 95K Yes

6 Mo Medium BOK No

7 |ves |Large 220K [MNo Aprender

8 |no  |sman  |sm  |ves Modelo

9 |nMo Medium | 78K No \

10 | MNe Small 90K Yes
. . J Modelo l
Conjunto de Treino / I
Aplicar
id Attrib1 Attrib2 Attrib3 Class
11 [ Ne Small 55K ?
12 | Yes Medium BOK ?

Modelo
‘ 3 ‘Yes Large | 110K

No  |Smal |9k
_\ 15 |no Large |67

Conjunto de Teste

Figura 1.13. Aprendizado Supervisionado (Fonte: adaptado de [Tan et al. 2006])

contendo opinides sobre produtos € convertido em um conjunto de treino contendo repre-
sentacoes bindrias dos termos usados (i.e. existe ou ndo existe no texto) . A classe alvo é
o atributo polaridade, para o qual os valores sdo fornecidos junto com cada sentenca.

POS: Gosto deste produto, acho ele super pratico.
NEG: Este produto é ruim porque é grande, e ndo é pratico.

NEG: Ndo ha facilidade no uso deste produto: nao gosto!!

P

gosto | produto | ruim | grande | pritico | ndio | facilidade | uso | polaridade
1 1 0 0 1 0 0 0 pos
0 1 1 1 1 1 0 0 neg
1 1 0 0 0 1 1 1 neg

Figura 1.14. Conjunto de Treino : representacao binaria de termos

A qualidade do modelo preditivo é medida utilizando dados distintos daqueles
usados como conjunto de treino (dados de teste). Podem ser usados dois conjuntos de da-
dos distintos (treino e teste), ou métodos de validagdo cruzada, nos quais parte dos dados
sdo usadas para treino, e parte para teste. No método hold out (um de fora), uma parte
dos dados € separada para teste, tipicamente um terco. No método de validagcdo cruzada
k-fold (k-fold cross validation), os dados sdo divididos em k particdes de mesmo tamanho,
onde frequentemente k=10 [Tan et al. 2006]. A partir disto, um subconjunto ¢ utilizado
para teste e os k-1 restantes s@o utilizados para treino, calculando-se a capacidade de ge-
neralizacdo do modelo. Este processo € realizado k vezes, alternando de forma circular o
subconjunto de teste, e ao final, é calculada a média das execucdes.

A qualidade do modelo preditivo resultante da etapa de aprendizagem é medida
em termos de métricas como acurdcia (capacidade do modelo de prever corretamente),
precisdo (nimero de instancias previstas corretamente em uma dada classe), revocagdo



(nimero de instancias de uma dada classe previstas na classe correta), e medida F (que
combina precisdo e revocacao).

Existem varios tipos de algoritmos de classificacdo. Entre os mais citados na area
de minera¢do de opinides estdo [Pang et al. 2002,Pang and Lee 2008, Liu 2012, Tsytsarau
and Palpanas 2012]:

Naive Bayes (NB) : este algoritmo probabilistico € simples e bastante eficiente na classi-
ficac@o de textos em geral. Ele € baseado na aplicacdo do Teorema de Bayes com a
premissa de total independéncia entre varidveis. Por exemplo, para prever a classe
“cardiaco"”, assume-se que as features “colesterol” e “alimentacdo” ndo possuem re-
lagdo uma com a outra. O modelo resultante para cada classe € a probabilidade dos
valores assumidos por cada feature. No exemplo, € possivel que a probabilidade de
colesterol=alto seja alta, e alimentacao=saudavel seja baixa. Este tipo de algoritmo
trabalha bem tanto com features numéricas e discretas, e com alta dimensionalidade
(i.e. muitas features).

Support Vector Machine (SVM) : um algoritmo de aprendizado linear que pode ser
utilizado tanto para classificacdo, quanto para regressao. Um modelo SVM € uma
representacdo dos exemplos do conjuntos de treino como pontos no espago, ma-
peados de tal forma que os dados de cada categoria estejam separados pelo maior
espaco possivel entre eles. Mais precisamente, o SVM constréi um hiperplano que
divide o espago em duas dimensdes (ou conjunto de hiperplanos, no caso de mais
de duas dimensdes). A separagcdo entre as categoria € feita pelo hiperplano que
maximiza a distancia entre os pontos mais proximos entre quaisquer classes.

Maximum Entropy (ME) : outro classificador probabilistico que pertence a categoria
dos modelos exponenciais. Contudo, ao contrario de NB, ele ndo assume a inde-
pendéncia das features. Isto € interessante no caso de textos, porque nem todas
palavras sdo independentes umas de outras. ME € baseado no principio da Entro-
pia Maxima, e dados de treino sdo usados como um conjunto de restri¢des sobre
distribui¢des probabilisticas condicionais. ME dé preferéncia aos modelos de dis-
tribui¢do uniformes, que também satisfacam restricoes. Em outras palavras, a dis-
tribuicdo € uniforme em todas as classes, exceto em casos especificos expressos
através dos dados de treino. Por exemplo, assuma um problema de 4 classes cate-
gorizando noticias, no qual o termo “prisdo” tem 40% de chance de ser utilizado
em noticias da classe “policial”. Isto faz com que haja 20% de probabilidade de que
o documento pertenga a cada uma das outras 3 classes. Ja se um documento nao
contiver o termo “prisdo”, a probabilidade € uniforme nas 4 classes (i.e. 25% para
cada classe). Uma das desvantagens € que este algoritmo ndo tem desempenho tdao
bom quanto NB, devido a necessidade de otimizag¢do necessaria para estimar os pa-
rametros do modelo. Por outro lado, ele tem se mostrado eficiente para problemas
ndo bindrios, i.e. com mais de duas classes.

Redes neurais : Refere-se a uma familia de algoritmos que se caracterizam por uma re-
presentacao de nodos conectados por pesos, os quais sdo ajustados por algoritmo
de aprendizado a medida que ajusta aos dados de treino. Assim, sdo capazes de



aproximar funcdes ndo lineares sobre as entradas (i.e. features) do modelo. Con-
ceitualmente, os pesos adaptativos representam a forca de conexao entre os neuro-
nios, que sdo ativados durante treino e predi¢do. As redes neurais se organizam de
acordo com modelos especificos, como o SOM (Self-Organizing Maps) ou Multi-
Layer Perpectron (MLP).

Todos estes algoritmos estdo disponiveis em ambientes de mineragdo de dados
populares, como o Weka'®, R!7 ou Rapid Miner!®. Além disto, estes ambientes oferecem
algumas facilidades para pré-processamento dos textos, visando preparar os dados para a
classificagdo (e.g. tokenizagao bésica, stemmer, remog¢ao de stopwords, etc).

1.5.2.2. Preparacao de Features

Apesar dos algoritmos citados na secao anterior terem sido usados com sucesso na mi-
neracdo de opinides, os resultados relatados sdo bastante influenciados pela preparacio e
selecdo das features no conjunto de treino. Uma discussdo completa estd fora do escopo
deste trabalho, e pode ser encontrada em obras cldssicas sobre minera¢do de dados [Tan
et al. 2006]. O enfoque serd de discutir as preparagdes de features mais empregadas na
mineragao de opinides, a saber:

e palavras de sentimento: uma escolha que deve ser feita é sobre os termos de um
texto a serem utilizados como features . Alguns trabalhos buscam limitar os termos
aqueles que expressam sentimento. Neste sentido, adjetivos e advérbios sdo os
candidatos mais provdveis [Turney 2002], mas verbos e substantivos também sdo
usados para expressar sentimentos [Liu 2012]. O exemplo da Figura 1.14 utiliza
esta estratégia. Existem trabalhos que relatam melhores resultados quando todos
os tipos de termos sao usados sem distin¢ao, considerando apenas remog¢ao de sftop
words. A representacdo de termos de sentimento pode ser complementada com
contagens de termos de sentimento com a ajuda de um Iéxico (e.g. nimero de
termos positivos e negativos [Mohammad et al. 2013]).

e representagdo bindria ou pesos: a representacdo bindria consiste em informar se
um termo aparece ou ndo no texto, como no exemplo da Figura 1.14. Esta repre-
sentacdo é muito usada para textos curtos, como tweets, posts, ou andlise em nivel
de sentenca. A intuicdo por trds desta representagdo € que uma unica ocorréncia
do termo € suficiente para determinar a polaridade da opinido. Por exemplo, ao di-
zer “Adorei a comida e adorei o ambiente”, fica clara a opinido independentemente
do nimero de vezes que o termo “adorar” foi usado. Em nivel de documento,
outra opg¢ao € utilizar um peso, como por exemplo, a frequéncia das palavras no
texto, possivelmente normalizada pelo tamanho do documento, ou pela frequéncia
do termo no conjunto dos documentos. A intui¢do neste caso € que, se em um texto
mais longo o mesmo termo foi usado multiplas vezes, ele tem um peso diferente
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de outros utilizados menos frequentemente. Por exemplo, se em uma revisao de
filme o termo ‘““adorar” aparecer 3 vezes (e.g. para roteiro, o diretor e o figurino),
e “detestar” uma vez (e.g. para um ator), existe um peso maior para o termo de
conotagdo positiva. Outra op¢do para representacdo de pesos € o TDF-IF, bastante
usado em recuperagdo de informacdes, que neste caso, dd importancia a palavras
mais raras no conjunto de documentos.

e normalizacdo e POS: escolha pelo uso dos radicais ou dos lemas, ao invés dos
termos originais, buscando uma unificacdo das diferentes variacdes dos termos em
documentos distintos. Como ja mencionado, o uso do radical nem sempre traz bons
resultados, por eliminar as variantes que alteram a polaridade de termos com um
mesmo radical. Uma forma de distinguir entre termos semelhantes € anexar o POS
a cada termo. Por exemplo, diferenciar como “toler_N” e “toler_Adj” os termos
“tolerancia’e “toleravel” que t€ém o mesmo radical; ou diferenciar palavras com o
mesmo lema, mas distintas classes gramaticais. Uma forma frequente utilizada para
distinguir textos com sentimento e neutros € a contagem do nimero de termos de
cada categoria (e.g. nimero de adjetivos, nimero de verbos, etc).

e negacdo: dependendo da estratégia de identificacdo de negacdo, a informacgdo de
negacdo pode ser anexada as features . Por exemplo, considerando o exemplo da
Figura 1.14, ao invés de incluir o termo de nega¢do “ndo” como feature, o termo
“prético” seria representado por duas features : pratico e pratico_NEG. O mesmo
para o termo “gosto”.

e emoticons e outras formas de emogcdo: pode-se representar a presenga ou conta-
gem de emoticons ou outras simbolos tipicos da internet (e.g. LOL, kkkkk, rsrsrs),
ou de expressdes alongadas (e.g. "ameeeeei", "horrooooooor") que representam
intensidade.

e termos isolados e n-gramas: uma ampla discussdo existe neste quesito, com resul-
tados contraditérios. O uso de n-gramas (n>1) visa capturar termos adjacentes (ou
quase adjacentes) que caracterizam emogao (e.g. locucdes, expressoes idiomaticas,
sentimentos contextuais).

Além de todas estas variagdes na preparacdo de features, o processo pode incluir
ainda uma estratégia para a busca das melhores features na constru¢ao do modelo (feature
selection). Esta selecdo € feita com a premissa de que as técnicas de classificacdo podem
ser atrapalhadas por features redundantes ou irrelevantes. Técnicas conhecidas sao Infor-
mation Gain, Information Ration, Chi Squared, algoritmos genéticos, entre outras [Tan
et al. 2006].

O atributo alvo € a mensuracdo da polaridade adotada. A classificacdo bindria
de opinides (positiva ou negativa) permite atingir melhores resultados, e pressupde que
textos neutros foram eliminados na etapa de identificacdo. A ado¢ao de um nimero maior
de classes implica um cuidado extenso com o conjunto de treino, no tocante a nimero de
exemplos para cada classe, e balanceamento dos exemplos entre as diferentes categorias.



1.5.2.3. Discussao

A classificacdo de polaridade usando o aprendizado supervisionado é bastante sensivel
a escolha das features, como discutido na se¢do precedente. Logo, resultados relata-
dos na literatura sobre os melhores algoritmos e os pré-processamentos mais efetivos sao
bastante contraditérios. Uma das grandes limitacdes no uso de aprendizado supervisi-
onado para definicdo de polaridade € a necessidade de dados rotulados para treino. O
desempenho destes métodos € afetado ndo somente pela quantidade, mas igualmente pela
qualidade dos dados de treino disponiveis. Ainda, cada conjunto de treino é fortemente
vinculado ao seu dominio. Nos trabalhos envolvendo revisdes de produto, a classificacao
dada pelos usudrios na forma de notas ou estrelas € utilizada como classe do texto corres-
pondente [Pang et al. 2002, Turney 2002]. Tal facilidade ndo estd disponivel para outros
dominios, implicando a necessidade de anotagdes manuais, as quais sdo trabalhosas e com
alto teor de subjetividade.

Existem algumas propostas para vencer a limitacdo da anotacdo dos dados. Em
[Wiebe and Riloff 2005] foi proposto um método de classifica¢do incremental baseado em
regras, que utiliza regras genéricas sobre estruturas sintdticas para gerar texto subjetivo
rotulado, o qual € usado para treinar classificadores e gerar novas regras mais especifi-
cas. A geracdo automadtica de texto rotulado no dominio de politica também € proposta
em [Sarmento et al. 2009]. Estas alternativas sdo contudo impraticdveis para fontes que
geram dados em streaming, onde além de grandes volumes de dados que devem ser anali-
sados com baixa laténcia, existe uma volatilidade enorme nos tépicos e termos utilizados.
Para rweets, foi proposta a anotagao automatica com base na presenca de emoticons. Esta
abordagem foi avaliada em diferentes linguas, sendo que os piores resultados sdo para
a lingua portuguesa, que utiliza outro tipo de expressdo de sentimento (e.g. “kkkkk™).
Outra alternativa ¢ uma abordagem semi-supervisionada voltada a anélise de sentimentos
em tempo real [Calais Guerra et al. 2011], que determina a polaridade de sentimento de
tweets tomando como ponto de partida opositores e apoiadores conhecidos, e inferindo
através de regras de associac@o a propagacao deste sentimento nas conexoes sociais.

1.5.3. Abordagens Estatisticas e Semanticas

As abordagens estatisticas, por vezes denominadas ndo supervisionadas [Liu 2010, Liu
2012], baseiam-se na premissa de que palavras que traduzem opinides frequentemente
sdo encontradas juntas no corpus dos textos. Se a palavra ocorre mais frequentemente
junto a palavras positivas (negativas) no mesmo contexto, entdo é provavel que seja posi-
tiva (negativa); ja se ocorre em igual frequéncia, a palavra deve ser neutra. A polaridade
de uma palavra desconhecida pode ser determinada calculando a co-ocorréncia com uma
palavra notadamente positiva (negativa), tal como “excelente” ou “péssimo”. A téc-
nica mais representativa nesta categoria € a Pointwise Mutual Information (PMI) [Turney
2002].

O PMI entre dois termos quaisquer x e y € calculado segundo a Equacdo 2, onde
Pr(x e y) € a probabilidade de co-ocorréncia dos termos x e y, enquanto que Pr(x).Pr(y)
¢ a probabilidade de co-ocorréncia se sdo estatisticamente independentes. Esta razdo é
portanto a medida de grau de independéncia estatistica entre os dois termos, € o logaritmo
desta razao € a quantidade de informacao ganha se os termos sdo observados juntos. A



polaridade do sentimento de um termo x, dada pela Equacdo 3, € a diferenca entre os va-
lores de PMI calculados a partir de duas listas opostas: termos positivos (e.g. excelente),
e termos negativos (e.g. péssimo). Na proposta original deste método [Turney 2002],
as co-ocorréncias foram obtidas a partir da internet, utilizando uma mecanismo de busca
existente na época (AltaVista).

PMI(x,y) = logs (rfiiainy ) @
PMI-IR (x)= Y. PMI(x,p)— Y  PMI(x,n) 3)
pepWords nenWords

Outras técnicas na mesma abordagem sdo o Semantic-orientation Latent Seman-
tic Analysis (SO-LSA) [Turney 2002], que usa a LSA para calcular a forca da associa¢ao
semantica entre dois termos, através da analise estatistica entre eles; e a Latent Dirich-
let Allocation (LDA), muito utilizada para a extracdo de tdpicos em textos [Aggarwal
and Zhai 2012]. A abordagem estatistica € menos suscetivel a dependéncia de contexto
quando comparada as abordagens por diciondrio e por aprendizado de maquina, e pode
ser utilizada para complementa-las [Tsytsarau and Palpanas 2012]. Contudo, ela é depen-
dente de um corpus de tamanho significativo.

A abordagem Semdntica é bastante parecida com a estatistica, exceto que a pola-
ridade € calculada em termos de alguma medida de distancia entre termos. O principio
das técnicas nesta categoria (e.g. [Hu and Liu 2004, Godbole et al. 2007]) é que palavras
semanticamente proximas devem ter a mesma polaridade. Por exemplo, o WordNet [Fell-
baum 2010] prové diferentes relacionamentos entre palavras que podem ser usadas para
calcular a polaridade do sentimento, tais como sindnimos e antdonimos. De forma similar
a abordagem estatistica, palavras semente com sentimento positivo € negativo sio uti-
lizadas como ponto de partida de um processo de comparagdo ou expansdo, que busca
determinar a polaridade dos termos. Isto pode ser feito através da mensuracdo da distan-
cia entre palavras usando as relagdes como caminho (e.g. [Godbole et al. 2007]), ou da
contagem da frequéncia com que sdo associadas a sindnimos positivos/negativos (e.g. [Hu
and Liu 2004]). A abordagem semantica também pode ser usada como complemento as
outras abordagens, como forma de expansdo ou de aquisi¢ao de vocabuldrio especifico,
na auséncia de bons dicionarios de sentimento. No entanto, ela carece ainda de métodos
outros que manual, para validacio da polaridade atribuida aos termos.

1.6. Estudo de Caso: Mineraciao de Opinioes em Comentarios sobre Noticias
Politicas

Esta secao ilustra como a mineracdo de opinides foi aplicada em um estudo de caso real
envolvendo comentarios de leitores da versao on-line da Folha de Sao Paulo (Folha.com).
Mais especificamente, visa-se através da mineracdo de sentimentos detectar a opinido
de leitores sobre candidatos a elei¢cdes. Os comentdrios selecionados para anélise sdao
relacionados a noticias politicas envolvendo os candidatos. Trés eleicdes foram monito-
radas: presidenciais (2010), governo do estado de Sao Paulo (2010) e cidade de Sao Paulo
(2012).



Este estudo de caso faz parte de uma pesquisa mais abrangente que visa utilizar
métricas de sentimentos para prever variagdes na intencao de votos [Tumitan and Becker
2013, Tumitan and Becker 2014]. O framework de andlise estd descrito na Figura 1.15, e
apresenta dois grandes componentes: Mineragdo de Opinides € Previsdo de Variagdo de
Intengdo de Votos. O componente Mineragdo de Opinides tem por objetivo derivar séries
temporais didrias que totalizam o sentimento positivo e negativo sobre cada candidato
monitorado. Este sentimento € calculado totalizando mencdes positivas e negativas a
cada candidato expressas em nivel de sentenca. As séries temporais de sentimento sao
utilizadas como entrada para o componente Previsdo de Variagdo de Intengdo de Votos,
junto com uma série temporal mais esparsa representando as intencdes de voto divulgadas
por entidades de pesquisa (e.g. Ibope, Datafolha). Diferentes features sdo derivadas das
séries temporais de sentimento, as quais sao utilizadas para prever variagcdes na intencao
de voto (i.e. aumento, redugdo, inalterada). Maiores detalhes sdao descritos em [Tumitan
and Becker 2014].
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v ~ |
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Classificacdo de Polaridade Preparacio de Features
| Dicionario | | Métricas de Sumarizagio I
| Aprendizado Maquina | | Picos de Sentimento I
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Classificacdo
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Figura 1.15. Framework de Previsao de Variac6es em Intencées de Votos base-
ada em Sentimentos (Fonte: [Tumitan and Becker 2014]).

Nesta sec¢do nos limitaremos a discutir os aspectos mais relevantes da minera¢ao
de opinides, ilustrando as etapas de Identificacdo de sentengas e seus alvos, e da Classifi-
cacdo da polaridade, na qual comparamos as abordagens baseada em léxico, e baseada em
aprendizado supervisionado. Embora as diferentes etapas do processo sejam discutidas
de forma linear, é importante destacar que a mineragdo de opinides, assim como qualquer
processo de descoberta de conhecimento [Fayyad et al. 1996], € um processo nao-trivial,
iterativo e interativo. Em funcdo de resultados e percepgdes obtidas a cada etapa, passos
anteriores sao refeitos buscando aperfeicoar os resultados. Esta secdo conclui com uma
breve discussio sobre como os resultados da minerag@o de opinides foram agregados para
diferentes propdsitos.



1.6.1. Extracao de Comentarios

O conjunto de dados é composto de comentarios gerados por leitores da Folha on-line a
respeito de noticias sobre elei¢des. Para identificar as noticias relevantes, e extrair seus
respectivos comentdrios, utilizou-se o Google Reader como indexador da se¢@o politica
da Folha.com (tag Poder). O conjunto de dados contém noticias e seus respectivos comen-
tarios referentes a trés elei¢des, e os dados coletados abrangem o més que precedeu a data
de cada elei¢do (primeiro turno). Para cada eleicdo, foram selecionados os candidatos
com as maiores intengdes de voto (e portanto, os mais comentados), a saber:

e Eleicdo Governamental de Sao Paulo (2010) : Aloizio Mercadante (PT) e Geraldo
Alckmin (PSDB);

e Eleicdo Presidencial (2010) : Dilma Rousseff (PT), José Serra (PSDB) e Marina
Silva (PV);

e Eleicdo Municipal de Sao Paulo (2012) : Celso Russomanno (DEM), Fernando
Hadddad (PT) e José Serra ( PSDB).

Utilizou-se o mesmo conjunto de comentdrios para analisar o sentimento das elei-
coes governamentais e presidenciais de 2010, porque noticias e comentarios estavam bas-
tante atrelados aos partidos, fazendo associacdes dos candidatos dos diferentes niveis de
eleicdes. Para distinguir entre estas duas elei¢des, utilizou-se o alvo da opinido. Por
exemplo, uma menc¢do a Dilma refere-se a eleicao presidencial, e a Mercadante, a elei¢do
governamental.

1.6.2. Analise Preliminar dos Dados

Um dos primeiros passos em qualquer processo de descoberta de conhecimento € uma
andlise superficial dos dados, visando estabelecer um profiling e adquirir uma familiari-
dade com as caracteristicas dos dados que guiard as demais etapas do processo. A Tabela
1.2 resume algumas caracteristicas dos conjuntos de dados. Observou-se uma variagao
bastante grande no nimero de comentdrios por noticia, bem como no tamanho dos co-
mentarios.

Uma amostra dos comentdrios é apresentada na Figura 1.16. Através de uma
inspecdo superficial manual sobre comentérios aleatoriamente selecionados, detectamos
alguns problemas importantes que deveriam ser considerados em nosso processo de mi-
nera¢do de opinides:

e Muiltiplos alvo dos comentdrios: observamos que um nimero expressivo de comen-
tarios envolviam opinides sobre varios candidatos (e.g. Comentdrio 1 da Figura
1.16). Esta caracteristica motivou a escolha pela andlise da opinido em nivel de
sentenca;

e VariacOes nas mengdes aos candidatos, tais como José Serra, Serra ou Z¢é Serra.
Algumas das mengdes inclusive denotam sentimento (e.g. Vampisserra, Dilmais,
Mhaldad). Esta caracteristica requer reconhecimento das diferentes mengdes, bem
como do sentimento implicado;



Tabela 1.2. Perfil dos dados da base de dados do primeiro turno das elei¢c6es analisada.

Eleicao de 2010 Eleicao de 2012

Bruto Pré-processado Bruto Pré-processado
Nimero de noticias 2.232 1.763 583 340
Niimero de comentarios 225.217 190.975 36.108 25.115
Média de comentarios
por noticia (DP) 98.59 (£235.6) | 86.09 (£206.5) | 61.93 (£142.5) | 44.06 (£92.5)
Niimero de sentencas - 673.146 - 79.752
Média de sentencas
por comentario (DP) - 3.05 (£2.06) - 3.17 (£2.34)
Comentarios com me- 5148 0 7185 0
nos de 4 palavras
Comentarios com si-
milaridade igual ou 29.094 0 3.808 0
maior que 85%
Periodo 01/09/2010 até 03/10/2010 01/09/2012 até 07/10/2012
Entidades 5 candidatos 3 candidatos

e Termos especificos de sentimento: Observamos o uso de palavras com cardter de

sentimento especificos (e.g. malufista, petralha, mensaleiro, como no Comentario
2), expressoes idiomadticas e girias (‘¢ o cara”), ou internetés. Esta caracteristica
requer lidar com a habilidade de tratar com vocabuldrio especifico ao contexto;

Caracteres especiais para disfarcar palavras de baixo caldo (e.g. f/d/p), possivel-
mente devidos a moderacao do jornal (e.g. Comentdrio 3). Esta caracteristica pode
ser tratada na tokenizacao, visando reconhecimento e normalizacdo das palavras;

Erros no emprego da linguagem, incluindo ortografia, acentuagdo e gramatica. Por
vezes 0s erros sao tao sérios, que impedem a compreensao do comentario (e.g. Co-
mentério 5). Esta caracteristica por um lado implica a necessidade de normalizacdo
dos termos (e.g. ladrdo, ladrao, ladrau). Por outro lado, refor¢ou a decisdo de ndo
empregar recursos analiticos avancados, que ndo oferecem bons resultados nestas
situacdes. Outra op¢do, que ndo foi priorizada, foi a tentativa de correcao de erros
simples (e.g. grafia e acentuagao);

Elevado nimero de comentdrios irdnicos (e.g. Comentario 4). Devido a complexi-
dade desta questdo, a ironia ndo foi tratada neste estudo de caso, mas seus efeitos
fizeram-se sentir na baixa precisdo da classificacdo de comentérios positivos (i.e.
elevado nimero de falsos positivos);

Erros de manipulagdo dos usudrios: foi observado um grande nimero de comen-
tarios em branco, ou com um alguns caracteres digitados aleatoriamente. Também
detectamos a presenca de comentdrios duplicados, ou quase duplicados. Esta carac-
teristica pode ser devida a erros de manipulagcdo no sistema, ou spams. Decidimos
tratar estes comentarios como ruidos, e remové-los do dataset para evitar viés.

1.6.3. Identificacio de Sentencas com Mencoes

Uma vez obtidos os comentdrios e analisadas suas propriedades, iniciou-se a etapa de
identificac@o de sentencas com mencdes as entidades monitoradas. O nivel de andlise es-



Comentdrio 1: Multiplos Alvos 07/10/2012 20n00

num Responder D 0 D 1 N

0 ESQUEMA era o seguinte” "Eles" sabiam que pravavelmente ria para o 2° turng_EntAo colacaram
o\a’ em cima nas pesquisas para induzir os eleitores a votarem nele e ndo no
Conforme se aproximava a eleigéo, foram ajustando as pesquisas para nio ficar tio evidente a manabra. E
o velho "esquema" de manipulagdo que sempre fizeram e que hoje em dia ndo dé mais tdo certo como
antigamente. Mas alguns ainda acreditam. No 2° turno tentaréo fazer outras para eleger 0

Comentdrio 2 : termos especificos com sentimento 07/10/2012 21h09
n u m Responder D 7 D 5 L]

Meu voto e Haddad no segundo turno chega de PSDB em Séo Paulo chega 11l chega datucana,
Todos falam do[mensaldo] entranto se fosse na época do FHC isso seria abafado totalemente

Comentadrio 3 : xingamentos disfargados 07/09/2012 14h59

nu m Responder D 10 D 7 L

Parabéns[S/eirrial o pova de SP tem que ser alertadao sobre o perigo para a democracia que representa o
partido do|H/a/d/d/a/d, hoje vivemos uma dita dura disfarcada. O legislativo todo comprado, ndo existe, & um

banco de Megoaios &, isso o tal partido no poder faz gostosamente pena que com nosso dinheiro. E preciso
mudar & preciso ética na politica e, vocé & experiente e ético larga o reio nessa bandi dada
Comentario 4: ironia 07/09/2012 18h12
n E m Responder D 6 D 3 N
assistindo hoje a propaganda do serra na tv, cheguei a pensar se ndo foi ele quem fundou S&o Paulo. Tudo

aqui foi feito por ele! Antes do serra, S&o Paulo era s6 mato. Depois do serra, Sdo Paulo virou um paraiso
infinitamento melhar do que Amsterdd Claro que o kassab ajudou, né.

Comentdrio 5: Erros no uso da linguagem (09/09/2012 19h47) ha 19 dias

num Responder D 0 D 0 ™

HADARDITURDU TRAIRDU PELA MILITANCA ! ORBRA DI PAINHU "CONFURCIO ELEVARDU A (-1)"
DISISPERAARDU | *"Ta rucu manu | Hadérditurdu num zadianta | Néis vai di russu manu da Ziguardaardi,

Figura 1.16. Exemplos de comentarios

colhido foi o de sentenga, porque um volume significativo de comentérios envolvia multi-
plas mengdes. Por exemplo, no Comentdrio 1 da Figura 1.16, existem duas sentengas com
comentarios sobre o candidatos Serra, e uma envolvendo dois outros candidatos (Haddad
e Russomano). O processamento aplicado envolveu identificar comentdrios relevantes,
quebré-los em sentencas, e selecionar aquelas com mencdes. Um subproduto deste pro-
cesso foi a aquisicdo de um léxico especializado. As principais decisdes sdo discutidas
nesta secdo. Ressalta-se novamente que, embora atividades e decisdes apresentadas se-
quencialmente e de forma linear, o processo foi altamente iterativo e interativo.

1.6.3.1. Eliminacao de Ruidos

Foram eliminados todos os comentarios considerados ruidos, isto €, comentarios muito
curtos (menos de 4 palavras) ou duplicados. Para determinar os comentarios (quase) du-
plicados, foram feitos experimentos utilizando duas funcdes de similaridade, Jacquard e
Coseno, as quais sdo bastante utilizadas para definicdo de similaridade em documentos.
Utilizou-se os resultados obtidos através da funcdo Coseno, com um limiar de corte de
85% [Tumitan and Becker 2013]. A quantidade de comentérios duplicados foi significa-
tiva (12% e 10% nos datasets de 2010 e 2012, respectivamente), refor¢ando nossa decisao
de remove-los do dataset.



1.6.3.2. Tokenizacao e Outros Tratamentos de PLN

Para a tokenizagdo, foram escolhidos recursos para quebra em sentengas e tokens dispo-
niveis no NLTK (Package Tokenizer). Para quebrar em sentencas, foi utilizado o punkt,
que possui um corpus de treinamento em portugués. Para identificacdo de tokens, foram
utilizadas estratégias de quebra por espacos em branco, bem como por expressoes regu-
lares. Também foram empregados recursos do Unix para PLN (Unix for Poets) e fun¢des
em Python para problemas especificos.

Antes da quebra em sentenca e tokenizagdo, os comentdrios foram pré-processados
para tratamento de caracteres especificos da Web, como marca¢cdes HTML/XML, trata-
mento de caracteres HTML (e.g. conversao de &nbsp para espaco em branco), identifica-
cdo de informacdo relevante (e.g. autor e timestamp), entre outros.

Como parte da tokenizagdo, foram tratadas as seguintes questdes:

e Conversao para caracteres minusculos;
e Remocdo de caracteres de acentuagdo e cedilha;

e Tratamento de expressdes disfarcadas (e.g. palavrdes) usando heuristicas. Por
exemplo, o caracter @ foi convertido no caractere a.

Foram feitos experimentos com a extracdo de radicais, utilizando RSLP, mas os
resultados foram bastante insatisfatérios quando da classificagdo de polaridade das sen-
tengas. Varios outros pré-processamentos de texto discutidos na Se¢do 1.3 ndo puderam
ser aplicados, quer pela falta de recursos voltados a lingua portuguesa do Brasil, quer
pelas caracteristicas dos comentdrios gerados por usudrios. Por exemplo, ndo foram apli-
cados nem a lematizagcdo, nem o etiquetamento POS devido a falta de recursos. Fizemos
experimentos de andlise sintdtica nas sentencas utilizando o software Palavras, mas este
nao apresentou bons resultados devido aos erros de portugués (estruturais, sintaticos e de
ortografia), e emprego de termos informais. Especificamente, tentamos quebrar senten-
cas em cldusulas para tratar a negacdo, bem como identificar mais precisamente o alvo
de palavras de sentimento. No tratamento de negacdo, ficamos limitados ao emprego de
janelas de distancia entre termos de negacdo e palavras de sentimento, mas esta técnica
nao apresentou bons resultados na classificagdo da polaridade.

1.6.4. Identificacao de Mencoes

Mengoes aos candidatos foram identificadas utilizando uma lista de referéncias conhe-
cidas (e.g. Serra, Jose Serra, Ze Serra, Zeh Serra). Além disto, utilizando expressoes
regulares, buscou-se variagdes sobre os nomes dos candidatos. Por exemplo, uma expres-
sao como *Serra* permite buscar mencdes como “Vampiserra” ou “QueSerraDeNos”. As
expressoes resultantes foram verificadas manualmente, e quando implicavam sentimento,
incluidas em um Iéxico especifico. Como resultado destas agdes foram filtradas 80.469
sentencas com mengdes, sendo 69.490 relativas aos candidatos de 2010, e 10.979 relativas
a2012.

E importante ressaltar que estas heuristicas implicam limitagdes que comprome-
tem a correta identificacio de men¢des. Uma delas € que mencdes que nao envolvam



variacOes sobre o nome de um candidato ndo serdo identificadas. Por exemplo, um dos
candidatos era mencionado usando a expressao “Mr. Burns”, que ressaltava sua similari-
dade com um personagem de cartoon. Outra limitagdo importante € que nao foi possivel
tratar a co-referéncia, novamente pela falta de recursos. Assim, € possivel que muitas
sentencas com opinides tenham sido descartadas neste processo, pela incapacidade de co-
nectar pronomes com as respectivas mengoes feitas em sentencas distintas. Por exemplo,
no comentdrio “Vou votar em X. Ele é o melhor candidato”, apds a quebra de sentencas,
somente a primeira seria considerada para polariza¢do. Finalmente, ndo foram tratadas
adequadamente sentencas com mais de uma mengdo. Neste caso, assume-se que a pola-
ridade da sentenca serd atribuida a cada candidato identificado. Por exemplo, na frase “X
¢ tao ladrao quanto Y™, a polaridade negativa serd atribuida a X e a Y. Contudo, na frase
“X é muito melhor que Y” isto também ocorrerd, ainda que a opinido sobre X e Y seja
diferente.

1.6.5. Classificacao da Polaridade

Considerando as sentencas com meng¢des extraidas na etapa anterior, foram testados dois
métodos de classificacao de polaridade. O método baseado em Diciondrio tem a vantagem
de ser simples, e ndo necessitar de um conjunto de treino. Contudo, esbarramos na ausén-
cia de bons léxicos de sentimento para a lingua portuguesa, € no emprego de vocabulario
especifico ndo apenas voltado ao contexto das elei¢Oes, mas aos termos especificos utili-
zados para cada candidato. No método baseado em aprendizagem de maquina, a grande
dificuldade € a necessidade de um corpus de treinamento. Para ambas abordagens foi
necessdria a criacdo de um corpus de referéncia através da anotacdo manual de sentencas
que no minimo permitisse avaliar o desempenho dos classificadores. Estes aspectos sao
discutidos no restante desta secdo.

1.6.5.1. Corpus de Referéncia

Foi construido um corpus de referéncia para avaliar o desempenho da classificacdo de
sentimento baseada em diciondrio, e para usar como corpus de treinamento no método
baseado em aprendizado de maquina. Com estes propdsitos, foram selecionadas aleato-
riamente 1.000 e 600 sentencas da base de dados das elei¢des de 2010 e 2012, respec-
tivamente. Para cada conjunto de dados foram utilizados 3 anotadores com graduacado
em ciéncia da computacdo, e sem prévia experiéncia de anotagcdo de corpus. Eles foram
instruidos a basear suas anota¢des no conteudo que estava explicitamente escrito, descon-
siderando qualquer tipo de suposi¢do a respeito de politicos ou partidos politicos, para
que suas visdes politicas ndo interfiram em seus julgamento [Sarmento et al. 2009]. O
nivel de concordancia entre anotadores estd indicado na Tabela 1.3, e pode-se notar que
€ bastante baixo. Utilizamos em nossos experimentos sentengas com pelo menos duas
concordancias, representando 92,7% das sentencas anotadas para 2010, e 97% para as
eleicdes de 2012.

Para as elei¢des de 2010, foram obtidas 356 sentencas anotadas como negativas,
154 como positivas, e 417 como neutras. O corpus de referéncia para as elei¢des de 2012
contém 482 sentencgas anotadas como negativas, 72 como positivas, € 28 como neutras.



Tabela 1.3. Concordéancia entre anotadores das eleicoes de 2010 e 2012.

Eleicao 2010 2012
Anotadores Avs.B | Bvs.C | Cvs.A | Avs.B |[Bvs.C | Cvs. A
Porcentagem 59.60% | 49.40% | 48.90% | 75.66% | 73.33% | 74%
Todos concordam 33.10% 63%

Todos discordam 7.30% 3%

Embora as instru¢des para as anotacdes dos dois conjuntos de dados fossem as
mesmas, notamos diferencas entre os resultados. Ressalta-se que apenas um anotador era
comum nas duas anotagdes. Comparado com o de 2012, o conjunto de sentengas das elei-
coes de 2010 revelaram uma propor¢ao mais alta de sentencas anotadas como positivas, e
um ndmero significativo de sentengas neutras, o que pode ter influenciado os resultados.
Durante o processo de anotacdo, também foram identificados termos correspondendo a
expressoes regionais e idiomaticas, apelidos, e palavras de sentimento informais, os quais
foram incluidos no diciondrio especializado. Notou-se que alguns termos de sentimento
eram especifico a cada candidato, e a cada eleicdo. Conclui-se com esta experi€éncia que
processo de anotacdo é trabalhoso, bastante subjetivo, e seus resultados devem ser usados
com cautela.

1.6.5.2. Classificacao baseada em Dicionario

Para a classificagcao baseada em diciondrio, o melhor dicionério encontrado foi o Sentilex-
PT, para portugués de Portugal. O método de classifica¢a de polaridade é muito simples: a
polaridade de cada termo € buscada no diciondrio, sendo somadas as polaridades positivas
(1) e negativas (-1) dos termos encontrados no 1éxico utilizado.

Os resultados desta abordagem em nossos datasets foram bastante limitados, em
particular para as sentencgas positivas. Usando o dataset das elei¢cdes 2012, fizemos va-
rios experimentos tentando melhorar estes resultados. Cada abordagem foi ainda expe-
rimentada utilizando uma tentativa de tratamento da nega¢do baseada em uma janela de
distancia entre o termo de sentimento, € um termo de negacdo. A Tabela 1.4 resume os
principais resultados dos experimentos, usando as medidas de acurdcia, precisdo, revoca-
cdo e medida-F. Sao consideradas apenas as classes positiva e negativa.

e Baseline: esta abordagem consiste no uso direto do Sentilex-PT, considerando ape-
nas a tokenizacao bdsica das palavras e remog¢ao de stop words.

e [éxico Especializado: observamos que o 1éxico Sentilex-PT nao capturava correta-
mente termos do portugués do Brasil, bem como girias, expressdes idiomaticas ou
termos dependentes do contexto. Assim, criamos um léxico especializado a partir
das seguintes acdes: a) uso das meng¢des de sentimento citadas na Secdo 1.6.4; b)
identificacdo de termos e expressdes durante o processo de anotacdo; c) selecao dos
1.000 termos mais frequentes que nao foram encontrados no diciondrio, seguida da
andlise para identificagdo daqueles que implicassem sentimentos.



Tabela 1.4. Acuracia (P), Precisao (P), Revocacao (R) e Medida-F (F) para cada
variacao da classificacao baseada em léxico.

Variacao Abordagem | A(%) | Polaridade | P (%) | R (%) | F(%)
Baseline Com Negacao | 34.11 Positiva 18.35 | 25.64 | 21.39
Negativa | 89.53 | 35.48 | 50.82
Sem Negacdo | 35.54 Positiva 17.35 | 21.79 | 19.32
Negativa | 89.22 | 37.76 | 53.06
Dicionério Com Negacgao | 42.68 Positiva 24.87 | 62.82 | 35.64
Negativa | 89.62 | 39.42 | 54.76
Especializado | Sem Negacao | 43.21 Positiva 26.02 | 65.38 | 37.23
Negativa | 90.52 | 39.63 | 55.12
Sem Com Negacao | 52.14 Positiva 26.99 | 56.41 | 36.51
Negativa | 89.86 | 51.45 | 65.44
Acentuacao | Sem Negacdo | 52.14 Positiva 26.99 | 56.41 | 36.51
Negativa | 90.18 | 51.45 | 65.52
Stemming Com Negacgao | 34.82 Positiva 21.28 | 38.46 | 27.40
Negativa | 89.19 | 34.23 | 49.48
Sem Negacdao | 37.32 | Positiva 21.01 | 32.05 | 25.38
Negativa | 87.62 | 38.17 | 53.18

e Sem Acentuacdo: nesta abordagem, além do uso de 1éxico especializado, remove-
mos todas as acentuacdes e cedilhas, tanto das sentengas quanto dos 1éxicos;

e Stemming: além do uso de 1éxico especializado e da remog¢do da acentuagdo, foi
aplicado um stemmer sobre as sentencas.

Pode-se verificar que o desempenho de classificacdo para sentengas negativas é
nitidamente superior (préximo a 90% de precisdo), e todas as abordagens tentadas visa-
ram melhorar a classificacdo das sentencas positivas. Contudo, o melhor resultado obtido
para a classe positiva nao ultrapassou 27%. A melhor acuracia foi apresentada pela abor-
dagem com léxico especializado sem acentuacido, com nenhuma diferenca significativa
em relacdo ao tratamento (ou ndo) da negacdo. Os piores problemas foram o emprego de
ironia, € o emprego de termos positivos, mas que ndo se referiam ao alvo. Outro fator que
contribuiu bastante para estes resultados foi a agregacao de polaridades quando termos de
diferentes polaridades sdo encontrados na mesma sentenga (e.g. “O candidato Y € uma
bela droga"). No método utilizado, os termos “bela"e “droga" se anulam quando suas
polaridades sdo agregadas, resultando na classificacao da sentenca como neutra.

1.6.5.3. Classificacao baseada em Aprendizado de Maquina

Em nossa pesquisa, haviamos inicialmente utilizado apenas o conjunto de dados de 2012,
e as 600 sentencgas anotadas visaram verificar o desempenho do método baseado em di-
ciondrio [Tumitan and Becker 2013]. Insatisfeitos com os resultados, decidimos experi-
mentar um método baseado em aprendizado supervisionado, o que nos levou a adotar um



segundo conjunto de dados (2010), e executar um novo processo de anotacdo para gerar
um conjunto de treino mais substancial.

Testamos diferentes tipos de preparagdes de features, dentre as citadas na Secao
1.5.2.2. Os melhores resultados foram obtidos com uso de: a) unigramas, b) representa-
c¢ao por pesos utilizando TDF-IF, e c) uso de Information Gain como critério para sele¢ao
de features . Observamos que havia uma grande influéncia da mencao do candidato na
determinacdo da polaridade, particularmente para candidatos com maior nivel de rejeicao.
Para eliminar este viés, eliminamos das sentencgas todas as mengdes a candidatos na sua
forma padronizada. Testamos ainda outras preparacdo de features, mas com resultados
inferiores: a) bigramas e trigramas; b) representacdo bindria dos termos; ¢) remog¢ao de
stop words, e d) outras fungdes de selecdo de features . Nao utilizamos stemmer pelo
fraco resultado apresentado nos experimentos com a classificagdo baseada em 1éxico. Pe-
los problemas ja citados de falta de recursos, ndo restringimos as features a palavras de
sentimento, ndo exploramos POS, nem aplicamos lematizagao.

Todos estes experimentos foram realizados com diferentes classificadores dispo-
niveis no ambiente Weka, entre eles Naive Bayes, EM, SVM, baseado em regras, baseado
em 4arvores de decisdo. Treinamos todos os classificadores usando sentenca positivas e
negativas, com /0 fold cross-validation como método de verificagdo de desempenho. Os
melhores resultados foram obtidos com o emprego de SMO (Sequential Minimal Op-
timization), uma implementacdo da familia SVM de classificadores. Finalmente, para
verificar o ajuste excessivo do modelo aos dados (i.e. overfitting), ainda testamos o SMO
com a melhor preparacdo de features encontrada, utilizando o conjunto de dados de 2010
como treino, € o de 2012 como dados de teste.

A Tabela 1.5 apresenta uma comparac¢do dos melhores resultados obtidos com
a classificacdo baseada em léxico, classificacio com SVM e 10 fold cross-validation,
e classificagdo com SVM usando conjuntos de treino e teste distintos. Observa-se que
os resultados de desempenho sdo distintos conforme o conjunto de treino usado, o que
mostra a dependéncia desta abordagem com o processo de anotacdo. Também ¢é possivel
observar a superioridade do método baseado em aprendizado de maquina. Observa-se
que a classifica¢do de sentencas positivas, de uma maneira geral, continua com resultados
insatisfatorios.

Embora os resultados do SVM com validacao cruzada sejam os melhores, en-
tendemos que eles sdo devido a overfitting, e o desempenho da abordagem com dois
conjuntos de dados distintos é provavelmente mais realista. Para investigar esta questo,
aplicamos uma funcao de selecdo de features baseada em Information Gain em ambos
conjuntos de dados e treino. Com os atributos mais relevantes, pudemos verificar um
vocabulédrio muito distinto utilizado para expressar opinides em cada eleicdao. Por exem-
plo, no conjunto de 2010, houveram muitas alusdes as primeiras candidatas a presidéncia,
e palavras como “presidenta”, “primeira”, “histéria”, e “guerreira” foram usadas para
expressar opinides positivas. Ja nas elei¢des de 2012, ambos candidatos haviam sido mi-
nistros, e seus feitos nas dreas de educdo e da saide eram utilizados, bem como alusdes a
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corrupg¢ao nos respectivos partidos (e.g. “genérico”, “enem”, “mensalao”, “malufista”).



Tabela 1.5. Comparacao das diferentes abordagens usando Acuracia (A), Preci-

sao (P), Recall (R) e medida F (F).
Eleicao | Abordagem A(%) | Polaridade | P (%) | R (%) | F(%)
2010 Baseado em Dicionario | 50.39 Positive 29.39 | 62.99 | 40.08
Negative | 54.79 | 44.94 | 49.38
SVM 81.37 Positive 70.63 | 65.58 | 68.01
Negative | 85.56 | 88.20 | 86.86
2012 Baseado em Diciondrio | 52.14 Positive 26.99 | 56.41 | 36.51
Negative | 90.18 | 51.45 | 65.52

SVM 83.24 Positive 27.59 | 10.53 | 15.24

Negative | 86.45 | 95.38 | 90.70
SVM 77.40 Positive 25.56 | 30.26 | 27.71
(dados de teste 2012) Negative 87.98 | 85.27 | 86.61

1.6.6. Sumarizacao

O resultado do processo de mineragdo de dados € um conjunto de sentengas polarizadas.
A etapa final do processo € agregar as polariza¢des individuais em série temporais didrias
por candidato, as quais servem aos seguintes propdsitos: a) visualizacdo da evolucao de
sentimento por candidato; e b) previsdo de variacdo nas inteng¢des de voto.

Por exemplo, a série temporal da Figura 1.17 ilustra o total de sentimento posi-
tivo e negativo para um determinado candidato no periodo observado. E possivel notar
que as linhas sdo relativamente espelhadas, mas com uma quantidade de sentimento ne-
gativo bem maior. Uma andlise mais detalhada dos resultados nos permitiu resumir o
seguinte comportamento dos leitores [Tumitan and Becker 2013]: a) de uma forma geral,
os comentdrios sdo negativos, revelando uma frustracdo geral com a politica; b) poucos
sdo os comentdrios usados para apoiar candidatos; c¢) muitos dos comentdrios revelam
uma transferéncia de opinido do partido/membro do partido para o candidato. Este é um
comportamento bastante distinto do encontrado no twitter (e.g. [O’Connor et al. 2010,Ca-
lais Guerra et al. 2011, Tumasjan et al. 2010], no qual existe endosso ou contraponto a
candidatos.
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Figura 1.17. Exemplo de série temporal com sentimento para um candidato

Para a previsao de variacao de intencdes de votos, propusemos varios tipos de mé-
tricas, as quais podem ser agrupadas em duas categorias: totalizacdo de sentimentos (e.g.



razao de sentimento positivo e negativo) e picos de sentimento (i.e. volume acima/abaixo
do normal de sentimento positivo/negativo). Examinamos como derivar destas métricas
diferentes tipos de features de sentimento, com as respectivas variacdes no acimulo tem-
poral de sentimento, e experimentamos estas preparacdes na previsdo de variagdes de
inteng@o de votos. Atingimos cerca de 80% de precisdo na previsdo, sendo que maiores
detalhes podem ser encontrados em [Tumitan and Becker 2014].

1.7. A Mineracao de Opinioes e suas Fontes de Dados
1.7.1. Revisao de Produtos

Uma parcela significativa dos trabalhos na drea de minerac¢do de opinides concentra-se na
revisdo de produtos, como ja mencionado. Por um lado, este foco € justificado pelo inte-
resse comercial nesta classe de aplicacdo, e a pela grande disponibilidade de dados. Mas
do ponto de vista computacional, revisdes de produtos apresentam uma série de proprie-
dades que facilitam a mineracdo de opinides, quando comparadas a textos em geral, tais
como predominancia de contetido de opinido, bom volume de opinido sobre uma mesma
entidade ou relativa a um dominio, e defini¢do clara da entidade alvo. Ainda, o uso de
vocabulério muito coloquial, girias, emoticons € mesmo de ironia € bem mais limitado, se
comparado a outros tipos de midia (e.g. Twitter, comentdrios). Assim, dado o foco claro,
e a menor quantidade de ruido, os problemas computacionais inerentes podem ser mais
facilmente identificados, estruturados e tratados [Liu 2012]. Nesta sec@o, examinaremos
trabalhos pioneiros nesta drea [Turney 2002, Pang et al. 2002, Hu and Liu 2004]. Para
uma compilacdo de avangos nesta drea podem ser consultadas obras como [Tang et al.
2009, Liu 2012, Tsytsarau and Palpanas 2012].

1.7.1.1. Analise de Opiniao em Nivel de Documento

Um dos trabalhos precursores nesta area foi desenvolvido por Turney em [Turney 2002].
A motivacdo deste trabalho é agregar ao resultado de uma busca sobre revisdes de um
produto/servigo, informacdo sobre a recomendacao (Thumbs up) ou nao (Thumbs down)
deste. Suas principais caracteristicas sdo: a) andlise em nivel de documento, b) uso de
abordagem estatistica para classificacao de polaridade, c¢) identificacdo de por¢des de texto
com sentimento usando informacao morfologica.

No tocante a etapa de identificacdo, assume-se que uma mecanismo de busca re-
torna uma colecao dos documentos referentes a entidade consultada, a qual é considerada
como alvo de todas opinides expressas nos documentos. A etapa de classificacio envolve,
para cada documento, seu pré-processamento para identificacdo features de interesse com
base nas classes morfoldgicas das palavras, e a definicdo de sua polaridade. Finalmente,
esta proposta ndo envolve explicitamente a etapa de sumarizacdo, mas os documentos po-
larizados podem ser a entrada para varias aplicacdes, tais como geracdo de estatisticas,
identificagdo de féruns com posts abusivos (flames), etc.

Um documento de entrada € analisado usando um parser de POS, que rotula cada
palavra do texto com sua classe gramatical. Sdo entdo selecionados apenas pares de pala-
vras que seguem determinados padrdes sintaticos. Mais especificamente, retém-se pares
de palavras onde um dos elementos é um adjetivo ou advérbio, e o outro, uma palavra



que lhe da contexto. Com o contexto, a polaridade de palavras de sentimento pode ser
melhor avaliada, tais como o adjetivo “inesperado”, que possui conotagdo positiva no
contexto de filme (“final inesperado’), ou negativo em uma revisao sobre carros (“defeito
inesperado”).

Para cada expressao resultante do pré-processamento, € calculado o PMI-IR, com
base no PMI da expressdo analisada com as palavras excelente e ruim, respectivamente.
Para calculo do PMI sdo submetidas consultas a internet com a mecanismo de busca Alta-
Vista, onde o nimero de documentos retornados € utilizado como célculo de frequéncia.
O Altavista disponibilizava o operador near, que restringe a busca a documentos onde os
termos estdo proximos dentro de uma janela de no maximo 10 palavras. A polaridade
final do documento, denominada orientagdo semdntica, é dada pela média da polaridade
de todas as expressoes consideradas.

Como avaliagdo, foram usadas 410 revisdes extraidas do site Epinions sobre fil-
mes, automoéveis, bancos e destinos de viagem, as quais estdo associadas com uma classi-
ficagdo de estrelas. Foi obtida uma acurdcia média de 74,39% em relacdo a recomendacgdo
do produto/servico avaliado. E interessante notar que os piores resultados obtidos foram
no dominio de filmes, j& que mesmo que o sentimento geral sobre o filme tenha sido
bom, os usudrios sempre criticaram negativamente aspectos especificos. Ainda, nio foi
possivel distinguir a opinido sobre o filme, do seu conteido objetivo. Por exemplo, na
revisdo “Ele falava de um jeito devagar e metodico. Eu amei! Isto fez ele mais arrogante
e mais perverso.”, as expressoes “mais arrogante” € “mais perverso’ referem-se ao perso-
nagem, mas sao interpretadas como opinides sobre o filme. Essa situagdo ndo aconteceu
nos outros contextos analisados.

O desempenho devido a grande quantidade de buscas necessdrias, e os restritos
padrdes gramaticais considerados, sdo apontados como os fatores mais limitantes desta
proposta.

Uma alternativa a etapa de classificagdo foi apresentada na mesma época por Pang
et al. em [Pang et al. 2002], usando métodos de aprendizagem de maquina. Mais espe-
cificamente, o trabalho concentrou-se em comparar experimentos com trés classificado-
res conhecidos (SVM, NB e ME), e diferentes alternativas de pré-processamento. Na
preparacdo de um vetor de termos, foram consideradas as seguintes alternativas de pré-
processamento, algumas delas combinadas:

e unigramas com representacdo bindria: ado¢do de qualquer termo (ap6s remogado das
stop words, e sem stemming). Quando uma negativa aparecia proxima ao termo,
foi adicionado um prefixo NOT_ para representar a negacdo. Os termos mais fre-
quentes na cole¢@o (aproximadamente 18.000) foram representados como um vetor
bindrio de termos. Experimentos foram feitos com e sem stemming;

e unigramas com peso: semelhante aos unigramas acimas, mas com uma representa-
cao vetorial com pesos (TDF-IF);

e bigramas: foram selecionados os bigramas mais frequentes, sem negacao, os quais
foram representados como um vetor bindrio;



e uso de POS: os termos foram rotulados usando um parser. Experimentos foram
feitos considerando somente adjetivos como features, ou prefixando cada termo
com classe gramatical para dar mais contexto;

e uso de posicdo: uso de unigramas com indicagcdo de sua posicdo no texto (inicio,
meio e fim). A intui¢do é que pessoas iniciam o texto, ou o concluem com a opi-
nido mais importante, e que portanto a posi¢do das palavras de opinido poderia ser
importante.

Experimentos foram conduzidos sobre uma base de revisdes sobre filmes, da qual
foram extraidas 700 revisdes positivas e 700 negativas. Em termo de qualidade, os resul-
tados foram bastante semelhantes aos obtidos por Turney em [Turney 2002]. Os experi-
mentos nao revelaram de forma consistente a superioridade de nenhum dos classificadores
adotados, e em termos de preparacdo de dados, o pré-processamento de vetor bindrio de
unigramas foi, de uma forma geral, o mais eficaz.

1.7.1.2. Anadlise de Opinidao em Nivel de Aspecto

A andlise de um produto em nivel de documento permite derivar uma avaliacao geral do
mesmo. Em revisdes onde existem sentimentos mistos expressos sobre a mesma entidade,
pode-se chegar a uma situac@o de neutralidade em caso de médias (e.g. [Turney 2002]),
onde as expressodes positivas e negativas se anulam; ou de incapacidade de classificagao
correta, pela falta de features discriminantes (e.g. [Pang et al. 2002]). A andlise em nivel
de aspecto permite detalhar o alvo do sentimento, de tal forma que possam ser detectados
seus pontos fortes e fracos.

Um trabalho pioneiro nesta drea foi proposto por Hu e Liu em [Hu and Liu 2004],
que se caracteriza por: a) identificacdo de aspectos e de sentengas de opinido na etapa
de identificacdo; b) uso de POS para identificacdo tanto de aspectos, quanto de palavras
de sentimento; c) emprego da abordagem semantica para classificacdo da polaridade; e
d) criacdo de sumdrios contendo o sentimento positivo e negativo sobre cada aspecto do
produto.

-

A fase de identificacdo reconhece tépicos e sentengas de opinido. E primeira-
mente realizada a marcacdo das categorias gramaticais usando um parser de POS sobre
os documentos. Para identificar os aspectos, sdo usadas regras de associacdo para encon-
trar termos frequentemente associados, os quais sdo podados segundo algumas regras de
pré-processamento. Para encontrar as sentencas de opinido, sdo encontrados os adjetivos,
considerados como palavras de opinido, e se estdo proximos a aspectos, sao designados
como opinioes efetivas.

A etapa de classificac@o polariza as opinides sobre os aspectos usando uma abor-
dagem semantica, e refina o conjunto de tdpicos utilizando as palavras de opinido. Para
a polarizagdo, o ponto de partida é um conjunto de palavras semente com polaridade de-
finida manualmente. Usando o WordNet, a polaridade destas palavras é propagada para
sindnimos (mesma polaridade) e antdnimos (polaridade inversa), resultando assim em um
diciondrio especifico de sentimentos para o dominio das revisdes. Este algoritmo de pro-
pagacao é iterativo, de tal forma que a polaridade antes desconhecida de uma determinada



palavra, acaba sendo encontrada em uma iteracdo futura, ja que uma vez que um adjetivo
€ polarizado, ele passa a incorporar o conjunto de sementes. Para relacionar o sentimento
ao aspecto, sdo usadas apenas as palavras de sentimento efetivas, na mesma sentenga ou
na sentenga proxima.

As palavras de sentimento polarizadas sdo também utilizadas para identificar os
aspectos de produtos menos frequentes e previamente desconhecidos. Por exemplo, se

a palavra “excelente” € uma palavra de sentimento conhecida e na sentenca, perto dessa
palavra, existe uma locu¢do nominal, assume-se que esta seja um aspecto de produto.

Finalmente, os sumdrios sdo criados em dois passos: 1) para cada aspecto, € feita
uma contagem de quantas revisdes opinam de maneira positiva/negativa; 2) aspectos sao
ordenados pela frequéncia com que aparecem nas revisoes de produtos. Sentencas que
contribuiram a pontuagdo positiva/negativa sao mostradas junto com os SUmarios

A validacdo envolveu experimentos com vdrios aparelhos eletronicos, usando re-
visdes extraidas dos sifes Amazon.com e Cnet.com. Estas foram manualmente anotadas
quanto ao seus aspectos, sentencas opinativas e sua respectiva polaridade. Como resul-
tado, obteve-se uma precisdo média de 68,25% para aspectos identificados, de 64,2%
para identificacdo de sentencas opinativas € uma acurdcia média de 84,2% no tocante a
polaridade. Os autores apontam como oportunidade de melhorias a resolu¢do de prono-
mes, o uso de palavras de sentimento de classes outras que adjetivos, e o tratamento da
intensidade da opinido sobre os aspectos extraidos.

1.7.2. Mineracao de Opinioes em Noticias e Blogs

A mineracdo de opinides em textos ndo estruturados € bem mais complexa que em re-
visdes de produtos. Existem muitos desafios a serem enfrentados, entre eles: a) o texto
pode conter opinides sobre multiplos alvos, e ndo é facil reconhecé-los; b) o contetddo
de opinido € mais esparso no texto; c) dados os dois problemas anteriores, a associacao
da entidade alvo com a opinido fica ainda mais complexa; d) alguns tipos de texto, como
noticias, tendem a ndo explicitar a opinido diretamente, fazendo-o através de artificios
(e.g. frases atribuidas a outras pessoas citadas na noticia); e e) € dificil distinguir entre
conteddo ruim (e.g. um terremoto), € uma opinido boa sobre um conteido ruim (e.g. elo-
giar o socorro as vitimas de um terremoto). Nesta secao sdo discutidos dois trabalhos que
mineram opinides sobre noticias: um que utiliza meng¢des a entidades especificas [God-
bole et al. 2007], e outro que aborda os desafios de encontrar sentimento explicito em
noticias [Balahur et al. 2009b, Balahur et al. 2010].

1.7.2.1. Monitoramento de entidades em jornais e blogs

Godbole et al. em [Godbole et al. 2007] tém como objetivo desenvolver um sistema de
andlise de sentimentos em noticias e blogs que monitore o sentimento do publico geral
em relacdo a determinadas entidades, como pessoas, locais ou marcas. Assume-se que
as entidades analisadas possuem caracteristicas singulares, tais como atletas, celebrida-
des, politicos, criminosos, etc, € que as opinides emitidas devem ser interpretadas dentro
de cada contexto. O método propde uma forma algoritmica de construir diciondrios de
sentimentos voltados a cada contexto, e métricas para medir o sentimento expresso so-



bre essas entidades. As principais caracteristicas desta proposta sdo: a) anélise em nivel
de sentenca; b) uso de mengdes especificas para identificacdo de entidades; c) uso de
abordagem semantica de criacdo de 1éxicos voltados a cada dominio, os quais sdo usa-
dos na polarizacdo; e d) representacdo do sentimento através de diferentes métricas, cuja
evolugdo pode ser monitorada.

Good

Great Serious Keen

Big Hard Severe Intense

Bad

Figura 1.18. Expansdo da palavra “good” até uma inversdo de sentimento
(Fonte: [Godbole et al. 2007]).

Na fase de identificac@o, sdo encontradas as mencdes as entidades de interesse, e
as respectivas sentengas. O método de co-ocorréncia € utilizado para encontrar variagdes
nas mencdes a mesma entidade, e uma ferramenta € utilizada para resolver pronomes.
Usando os 1éxicos especificos relativos ao dominio da entidade em questdo, cada sentenca
¢ polarizada. Se a entidade e uma palavra do 1éxico estiverem na mesma sentenga, sua
polaridade ¢ atribuido ao alvo.

Para a fase de sumarizagdo, sdo propostas métricas de sentimento, envolvendo po-
laridade e subjetividade. A primeira busca determinar a razao entre sentimento positivo
e negativo, enquanto que a segunda, a razao entre sentimento positivo e o total de senti-
mento (positivo e negativo). Com isto, podem ser medidas a polaridade e subjetividade
relativa a uma dada entidade, ou em relac@o ao conjunto de todas entidades (denominado
mundo). A intui¢do é que determinadas épocas (e.g. natal, elei¢cdes) implicam que mais
sentimentos sejam expressos. A evolugdo destas métricas pode ser acompanhada visual-
mente em um grafico.

Os autores ainda fazem uma comparacao entre o conteudo de blogs e jornais para
as mesmas entidades, concluindo que o sentimento relacionado a certas entidades pode
diferenciar-se em noticias e blogs, devido ao viés do meio de publicacao.

O método foi validado utilizando indicadores externos existentes (e.g. sentimento
detectado sobre o presidente, e pesquisas de intencao de votos) mostrando que os resulta-
dos sdo bastante préximos.

1.7.2.2. Anadlise de sentimentos em noticias

O foco do trabalho de Balahur et al. [Balahur et al. 2009b, Balahur et al. 2010] € a iden-
tificagdo de conteudo subjetivo em noticias. Exceto por jornais sensacionalistas, este tipo



de texto evita expressar explicitamente opinides, com objetivo de manter a seriedade e a
suposta neutralidade da noticia. Opinides neste meio sdo expressas de formas bem mais
sutis, e que sdo linguisticamente dificeis de serem identificadas: argumentacdes tenden-
ciosas; omissao ou destaque de fatos em detrimento de outros; citacdes de outras pessoas
que expressam opinides (e.g. “reiniciar este julgamento € um verdadeiro absurdo”, disse
o Ministro da Justi¢a); entre outros.

Dada a complexidade da andlise de contetido implicito, a andlise da subjetividade
restringe-se a opinides explicitamente expressas em citacdes, nas quais o contetido poten-
cialmente de opinido € associado a um autor. Balahur et al. enfatizam a complexidade da
mineracdo de opinido neste tipo de texto, e a restri¢do a citagdes como um primeiro passo
para a compreensdo dos diferentes problemas envolvidos. Este trabalho caracteriza-se
por: a) nivel de andlise em citagdo, composta de uma ou mais sentencas; b) abordagem
orientada a 1éxicos; ¢) uso de meng¢des especificas para identificagdo de entidades.

A principal contribui¢do destes trabalhos é uma melhor caracterizagdo da tarefa
de mineracdo de opinides em citagdes, através da realizacdo de experimentos. As tarefas
sdo definidas como:

e a definicdo do alvo da opinido: mesmo restringindo a cita¢des, o alvo da opinido
nem sempre € claro e explicito, podendo existir mais de um alvo. Utilizam-se en-
tidades especificas como alvo, que estdo em uma dada janela de distancia das cita-
¢coes. As entidades sdo termos de busca de noticias (e.g. tsunami, Obama);

e a separacdo entre contetido ruim/bom, da opinido positiva ou negativa sobre este:
a abordagem ¢é baseada em léxicos, dos quais sdo removidos termos especificos
que podem representar fatos com conotagdo negativa/positiva (e.g. crise, desas-
tre, carnaval). Nos experimentos, foram utilizados rétulos (fags) que caracterizam
categorias de noticias, e que possuem um sentimento associado. Os autores apon-
tam que outras abordagens poderiam ter sido utilizadas com melhores resultados,
inclusive escolha manual de termos.

e interpretacdo da polaridade sem informacdo contextual: os autores discorrem que
em noticias existe uma grande distin¢ao entre a opinido do autor, expressa na cita-
¢do, e a opinido do leitor, de acordo com sua interpretacdo dos fatos. Esta diver-
géncia é uma grande dificuldade para o consenso em processos de anotagcdo. Eles
focam na classificacdo do primeiro tipo, usando apenas as informacgdes explicita-
mente presentes no texto. Para a polarizacdo, que foi baseada na abordagem de
diciondrio, foram experimentados 4 1éxicos distintos, utilizados para polarizar to-
dos os termos de sentimento encontrados na citacao a uma dada distancia do alvo.
Diferentes abrangéncias de janela foram testadas.

Os experimentos envolveram 1.292 citacdes sobre as quais houve concordancia entre os
anotadores sobre a polaridade e o alvo. O melhor resultado (86% de acuricia) foi obtido
com o uso combinado de dois 1éxicos (entre eles JRCTonality, desenvolvido pelo préprio
grupo) e uma janela de 6 palavras entre alvo e termo de sentimento. Na andlise de er-
ros, os principais problemas detectados foram as cita¢des polarizadas erroneamente como



neutras (devido a falta de palavras explicitas), o uso de ironias, emprego de abstracdes
para referir-se ao alvo, e multiplos alvos.

1.7.3. Midia Social

A minera¢do em midias sociais tém a informalidade deste tipo de meio como um dos seus
principais desafios. Nao apenas o vocabuldrio pode ser bem especifico e volatil, como o
nimero de erros de digitacdo, de ortografia ou gramaticais pode invalidar a contribui¢ao
de andlises linguisticas. Por outro lado, o volume da dados gerados sobre cada tépico € tao
grande, quando comparado com outras fontes, que tais erros podem ndo ser relevantes.
Um dos focos de trabalhos de minera¢do de opinido no Twitter, € o da capacidade de
previsdo, justamente com base neste grande volume. Dois destes trabalhos [Asur and
Huberman 2010] [Bollen et al. 2011] sdo melhor detalhados no restante desta secao.

1.7.3.1. Previsao de indicadores de rentabilidade de filmes

A popularidade do Twitter € tal que organizagdes t€m utilizado esta plataforma para divul-
gacdo e marketing de suas marcas e produtos. Este € o caso de filmes, onde produtores tém
investido massivamente em publicidade e marketing voltado aos usudrios do Twitter. Asur
et al. em [Asur and Huberman 2010] realizam experimentos para verificar se o interesse
que um filme desperta, particularmente na época de pré-langcamento, correlaciona-se com
indicadores econdmicos deste dominio. Mais especificamente, a partir do volume de twe-
ets e do sentimento neles expressos, deseja-se prever: a arrecadagdo da primeira semana
de bilheteria; os precos dos indices do Hollywod Stock Exchange (HSX); e o rendimento
de todos os filmes de uma semana especifica. Este trabalho caracteriza-se por: a) ané-
lise em nivel de documento (fweet); b) uso de termos pré-definidos para determinagdo de
entidades alvo; c) uso da abordagem de aprendizagem de méquina para polarizagdo, e d)
defini¢do de métricas de agregacao de sentimento utilizadas para previsao.

A proposta consiste de um estudo de caso onde foram analisados tweets de filmes
especificos, sobre um periodo de trés meses. Palavras-chaves, como URL’s de material
promocional e o titulo dos filmes, foram utilizadas para extrair os tweets relevantes e
identificar os alvos. Juntamente com o contetido de cada fweet, também extraiu-se a data
e hora de postagem, e o respectivo autor.

Os autores comparam dois tipos de previsdo: quantitativo (quantidade de tweets e
retweets contendo URL’s de material promocional sobre o filme), e baseado em opiniao
expressa nos tweets. A segunda implica a necessidade de classificacdo da polaridade dos
tweets, que foi realizada utilizando o classificador DynamicLMClassifier, disponivel no
pacote andlise linguistico LingPipe!®. Este classificador é terndrio, i.e. classifica os tweets
como positivo, negativo ou neutro. Os dados de treino foram rotulados manualmente
utilizando-se o Amazon Mechanical Turk. Somente tweets com polaridade classificada de
forma unanime pelos anotadores foram utilizados para treino. A acurécia do classificador
foi elevada (98%) com features representando 8-gramas.

Para a previsao baseada em nimero de tweets, os autores definem a métrica taxa de
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tweets de cada filme por hora (Equacdo 4). Esse métrica permite criar uma série temporal
de mencdes de cada filme, e correlaciond-la usando regressao linear com as varidveis alvo,
ou seja, previsao de bilheteria e previsao de valor dos indices HSX. Uma forte correlagao
foi encontrada (R2 ajustado de 0,8, e de 0,9, respectivamente), significando alto poder de
previsao.

|tweets(filme)|
|tempo (em horas)|

Taxa-de-tweets(filme) = 4)

J& para a previsdo baseada em sentimento, foram definidas duas outras métricas:
a razdo entre o total de rweets positivos e negativos e o total de tweets neutros, chamada
pelos autores de subjetividade; e a razao entre tweets positivos e negativos. Os resultados
obtidos foram inferiores aos obtidos com a métrica quantitativa de taxa de tweets por hora.
No entanto, quando as métricas de sentimento sdo associadas a da taxa de fweets, houve
uma melhoria no poder de predi¢do.

E interessante notar que resultados semelhantes foram encontrados no dominio
politico, onde experimentos revelaram que a quantidade de fweets tiveram maior po-
der preditivo sobre o resultado de elei¢des, que o sentimento ou emog¢ao neles expres-
sos [O’Connor et al. 2010, Tumasjan et al. 2010].

1.7.3.2. Previsao do comportamento da bolsa de valores

O objetivo deste trabalho € semelhante ao da se¢do anterior, no dominio da bolsa de valo-
res. Bollen et al. [Bollen et al. 2011] realizam experimentos para verificar se sentimento
expresso no Twitter, chamado no trabalho de humor, tem influéncia sobre a bolsa de va-
lores, e pode ser utilizado para prever seu comportamento usando o indice Dow Jones.
Este trabalho caracteriza-se por: a) andlise em nivel de documento (tweet); b) uso de
expressoes especificas para determinar contetido de sentimento; c) uso da abordagem de
léxica para polarizacdo, onde um léxico de emocdes também foi usado, e d) definicdo de
métricas de agregacdo de sentimento utilizadas para previsao.

Foi realizado um estudo de caso envolvendo tweets correspondentes a um periodo
de onze meses (Fevereiro, 2008 - Dezembro, 2008). A fase de identificacdo selecionou
apenas tweets que continham sentimento explicito. Como critério, foram utilizadas ex-
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pressoes pré-definidas como “eu sinto”, “eu estou sentindo”, “eu nao sinto”, etc.

A classificacdo envolveu a abordagem léxica, mas dois tipos de classificacao fo-
ram feitos: a) polaridade de sentimento (positivo e negativo), utilizando o 1éxico Opinion-
Finder [Wiebe and Riloff 2005]; e b) classificagdo da emocao (vide Secao 1.2.1), utilizada
uma ferramenta denominada Google-Profile of Mood States (GPOMS). GPOMS analisa
e classifica a emocdo em seis diferentes dimensdes: calma, alerta, certeza, vitalidade,
gentileza e felicidade.

A polaridade da opinido foi sumarizada através de uma métrica que representa a
razao entre a quantidade de termos positivos encontrados nos tweets e a de termos negati-
vos, em um determinado dia. J4 cada dimensdo da emo¢ao GPMOS foi totalizada por dia.
Para todas estas métricas, foram criadas séries temporais, as quais foram comparadas com



eventos conhecidos do mesmo periodo: eleicdes e A¢do de Gragas. Exceto pela gentileza
e alerta em relagao as elei¢des, foi demonstrado que as técnicas utilizadas caracterizavam
o humor tipico destas datas. Uma andlise estatistica mostrou ainda correlagcdo entre a po-
laridade da opinido e as dimensdes de emocao certeza, vitalidade, e alegria, mas ndo com
as demais.

Finalmente, foi usado um método baseado em redes neurais fuzzy (self-organizing
fuzzy neural network - SOFNN) para correlacionar as séries temporais das polaridades das
opinides e das emocdes, com a série temporal Down Jones Industrial Average (DIJA), e
desenvolver um modelo preditivo. A abordagem utilizando o OpinionFinder ndo obteve
bons resultados. No entanto, as emocdes calma e felicidade demonstraram correlacao
com o DIJA em certos trechos do periodo analisado. O sentimento de calma foi o que ob-
teve um melhor poder preditivo com um atraso (lag) de 3 dias. No entanto, o sentimento
de calma s6 conseguiu prever corretamente o DIJA em periodos em que ndo ha eventos
inesperados (e.g. anincio da Reserva Federal Americana). Isto significa dizer que conse-
gue prever quando os indices se mantém devido a falta de eventos externos importantes.
Os autores concluem que a polaridade da opinido pode ser muito abrangente, e esconder
aspectos cobertos pela subjetividade das emocgdes.

1.8. Conclusoes e Direcoes Futuras

A mineragdo de opinides € uma drea de crescente interesse. Neste capitulo, discutimos
seus conceitos basicos, os desafios na deteccdo de sentimento e de seu alvo, e técnicas
que podem ser usadas para identificar, classificar a polaridade e agregar o sentimento ex-
presso. Um estudo de caso foi usado para mostrar, em um caso real, como aplicar as
técnicas discutidas, e os desafios e decisdes envolvidos. Alguns trabalhos classicos envol-
vendo diferentes fontes de opinides foram apresentados a fim de discutir suas diferencas.
O volume crescente de contetido subjetivo disponivel diariamente, em particular nas redes
sociais, motiva o crescimento da drea com novas técnicas capazes de processar automa-
ticamente textos, de forma escaldvel, robusta, precisa e independente de dominio e de
linguagem. Muitas sdo as aplicagdes centradas na sumarizacdo e visualizacdo do senti-
mento, ou na predi¢do de comportamentos com base no sentimento existente. Empresas,
eventos (e.g. Olimpiadas), personalidades, estdo interessadas na compreensdo de como
sdo percebidas pelo publico em geral em tempo real, e nas mais variadas midias.

A drea ainda apresenta muitos problemas e oportunidades. Muitos esfor¢os estao
voltados a detec¢do de outros tipos de opinido: comparativa, implicita, dependente do
observador, contradicdes, spams, ironias e sarcasmos, etc. A identificacao de alvos e opi-
nides em midias sem grau de estruturagdo, como noticias, € também outra drea bastante
importante. O desenvolvimento de recursos multilingues permitirdo o avanco do estado
da arte, permitindo tratar corpus para os quais hoje nio existem recursos (e.g. dados rotu-
lados, 1éxicos, recursos para tratamento da lingua natural, etc.). A evolugdo das técnicas
de classificacdo para métodos escaldveis, menos sensiveis ao contexto ou a ruidos, e que
combinam abordagens j4 existentes em um framework tUnico € uma outra meta. Novas
aplicacdes devem estabelecer solucdes para streaming de dados, apoio a decisdao baseado
em sentimento, predicdes, entre tantas outras.
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